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งานวิจัั่ยนี�มีจุั่ด้ปิริะสงคเ์พ่ั�อศึกษาแนวทางการิเพิั�มปิริะสทิธิภาพัการิจั่ำาแนกตั�วงานสำาหริบัั
ริะบับัจัั่ด้การิบัริิการิด้้านไอทีโด้ยใช้การิเรีิยนร้้ิของเคร่ิ�องจัั่กริ ซึึ่�งผ้้วิจัั่ยได้้ทำาการิทด้ลอง
กับัข้อม้ลตั�วงานด้้านไอทีจั่ำานวน 10,608 ตั�วงาน โด้ยนำาข้อความที�ผ้้ใช้บัริิการิแจ้ั่งงาน
เข้ามาผ่านตั�วงานหนึ�งๆ เข้าส่้กริะบัวนการิปิริะมวลผลภาษาธริริมชาติ ได้้แก่ การิสกัด้คำา
 การิกำาจัั่ด้คำา การิสะกด้คำา และอ่�น ๆ  จั่ากนั�นจึั่งนำาผลที�ได้้มาเรีิยนร้้ิและทำานายผ่านตัว
แบับัทั�งหมด้ 6 ตัวแบับั ได้้แก่ Multinomial Naïve Byes, Support Vector Machine, 
Logistics Regression, Random Forest, Stacking Model with Bagging และ XG-
Boosting บันการิสกัด้คุณลักษณะทั�งหมด้ 2 แบับั ได้้แก่ Count Vectorization และ 
TF-IDF เพั่�อเปิรีิยบัเทยีบัปิริะสทิธิภาพั ผลการิศกึษาพับัวา่ตัวแบับัที�ใช้เทคนิค Ensemble 
ดั้งเช่น XG-Boosting บันการิสกัด้คุณลักษณะแบับั TF-IDF สามาริถปิริะยุกต์ใช้งานกับั
ข้อม้ลชุด้อ่�นและให้ผลการิทำานายแม่นยำาที�สุด้ด้้วยดั้ชนี F1-Score เท่ากับั 81.21% ทั�งยงั
ช่วยลด้เวลาในกริะบัวนการิจั่ำาแนกปิริะเภทตั�วงานทั�งหมด้ให้เหล่อน้อยกว่า 1 วัน ตลอด้
จั่นเพิั�มริะดั้บัความพึังพัอใจั่เฉลี�ยของผ้้ใช้บัริิการิได้้ส้งสุด้ถึง 8.17% 
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Using Machine Learning to Improve Ticket Classification for IT Service 
Management System

In this research, we propose a maching learning based system for automatic IT 
support ticket classification. A total of 10,608 tickets (written in Thai) were used 
where each ticket was processed by several techniques of natural language 
processing, including word tokenization, word removal and word spelling, among 
others. The processed data were then fed to six different machine learning 
models—Multinomial Naïves Bayes, Support Vector Machine, Logistics Regression, 
Random Forest, Stacking Model with Bagging, and XG-Boosting. Each machine 
learning model was tested with two feature extraction schemes—Count Vector-
ization and TF-IDF. Our experiments revealed that the most accurate solution 
was obtained through the model utilizing ensemble technique, particularly 
XG-Boosting with TF-IDF feature extraction. Applying this best solution to an 
unknown dataset, we obtained good results, both quantitatively and qualita-
tively. In the case of quantitative results, we achieved the highest F1-Score of 
81.21%. In the case of qualitative results, this system speeded up the IT ticket 
classication process from more than one day with manual classification to less 
than one day with our system. Consecutively, the overall users’ satisfaction 
regarding IT service management system increased by 8.17%.
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1.  บทนำา
 ริะบับัจัั่ด้การิบัริิการิด้้านไอที (IT Service Management 
หร่ิอ ITSM) เป็ินริะบับัที�ถ้กใช้งานอย่างแพัร่ิหลายทั�วโลกในฐานะ
แพัลตฟอริม์ตัวกลางริะหวา่งผ้้ให้บัริิการิด้้านเทคโนโลยสีาริสนเทศ
กับัผ้้ใช้บัริิการิ โด้ยหน้าที�ของริะบับันั�นมีได้้หลากหลาย อาทิ รัิบั
-ส่งปัิญหา แจ้ั่งปัิญหาการิใช้งาน แจ้ั่งความปิริะสงค์ต่าง ๆ ด้้าน
เทคโนโลยีสาริสนเทศ เป็ินต้น ทั�งนี� เพ่ั�อเป้ิาหมายส้งสุด้ในการิ
สนับัสนุนความต้องการิและจัั่ด้การิริะบับัไอทีภายในองค์กริให้มี
ปิริะสิทธิภาพั ในงานวิจัั่ยชิ�นนี� ผ้้วิจัั่ยทำาการิศึกษาปัิจั่จัั่ยที�ส่งผล
ต่อการิเพิั�มปิริะสิทธิภาพัและลด้เวลาที�ใช้ในการิจั่ำาแนกปิริะเภท
ตั�วงานสนับัสนุนด้้านไอที (IT Support Ticket) ของริะบับัจั่ดั้การิ
บัริิการิด้้านไอที โด้ยผ้้วิจัั่ยได้้เล่อกกริณีศึกษาของปัิญหาที�เกิด้
ขึ�นจั่ริิงในกริะบัวนการิทำางานของฝ่่ายเทคโนโลยีสาริสนเทศใน
บัริิษัทเอกชนแห่งหนึ�ง ซึึ่�งความเป็ินมาเริิ�มต้นค่อในทุก ๆ ช่วง
ไตริมาสสุด้ท้ายของปิี พันักงานภายในบัริิษัททุกหน่วยงานจั่ะ
ต้องทำาการิกริอกแบับัสอบัถามเพ่ั�อปิริะเมินความพึังพัอใจั่ในการิ
ใช้บัริิการิจั่ากผ้ใ้ห้บัริิการิด้้านไอทซึีึ่�งเป็ินพันักงานฝ่่ายเทคโนโลยี
สาริสนเทศของบัริิษัทเอง การิให้คะแนนจั่ะเป็ินลักษณะการิให้
เล่อกตั�งแต่ 1 จั่นถงึ 5 คะแนนเรีิยงตามริะด้บััความพังึพัอใจั่จั่าก
น้อยไปิมาก โด้ยการิปิริะเมินนี�มี 10 ตัวชี�วัด้ ได้้แก่ การิปิริะสาน
งานกับัหน่วยงานของท่าน ความสุภาพัของผ้้ให้บัริิการิ การิแต่ง
กายตามริะเบัยีบัขณะปิฎิิบััติงาน มนุษยสัมพัันธ์ การิตริงตอ่เวลา
 ความริวด้เร็ิวในการิให้บัริิการิ ความชำานาญของผ้้ให้บัริิการิ 
ความเป็ินริะเบีัยบั/สะอาด้ /เรีิยบัร้ิอยของงาน คุณภาพัของงาน
 และ ความปิริะทับัใจั่ในการิให้บัริิการิ จั่ากสถิติข้อม้ลคะแนน
ปิริะเมินย้อนหลังตั�งแต่ พั.ศ. 2557 ถึง พั.ศ. 2560 (ร้ิปิที� 1) 

จั่ะเห็นว่าผลคะแนนปิริะเมินเฉลี�ยตำ�าที�สุด้ 2 ลำาดั้บัแริกเปิ็น
ปิริะเด็้นที�เกี�ยวข้องกับัเร่ิ�อง “เวลา” ค่อความตริงต่อเวลาและ
ความริวด้เร็ิวในการิให้บัริิการิ โด้ยนอกจั่ากสองหัวข้อนี�จั่ะได้้
คะแนนความพึังพัอใจั่เฉลี�ยน้อยที�สุด้แล้ว ยังมีคะแนนน้อยกว่า
ตัวชี�วัด้อ่�น ๆ อย่างมีนัยสำาคัญ อีกทั�งยังมีแนวโน้มที�ลด้ลงอย่าง
เห็นได้้ชัด้ในช่วงปีิ พั.ศ. 2558 ถึง พั.ศ. 2560 ถ่อเป็ินปิริะเด็้น
ปัิญหาที�ควริต้องได้้รัิบัการิพิัจั่าริณาแก้ไขอย่างเร่ิงด่้วน
 จั่ากการิหาร่ิอร่ิวมกันของทีมงานฝ่่ายเทคโนโลยีสาริสนเทศ
และการิติด้ตามกริะบัวนการิทำางานที�เกี�ยวข้องกับัตั�วงานโด้ย
ละเอียด้ทุกขั�นตอน เริิ�มตั�งแต่กริะบัวนการิจั่ำาแนก กริะบัวนการิ
มอบัหมายงาน และจั่บัที�กริะบัวนการิด้ำาเนินการิ ทำาให้ทีมงาน
พับัความจั่ริิงที�ว่า ในการิทำางานจั่ริิงกริะบัวนการิที�มักกินเวลาเกิน
จั่ากที�คาด้การิณ์ไว้มากที�สุด้ค่อ “กริะบัวนการิจั่ำาแนกปิริะเภทของ
ตั�วงาน” โด้ยในขณะที�ผ้้บัริิหาริฝ่่ายคาด้การิณ์ริะยะเวลาด้ำาเนิน
การิของทั�งสามกริะบัวนการิ ค่อ ไม่เกิน 1 วัน ไม่เกิน 3 วัน  
และไม่เกินริะยะที� KPI กำาหนด้ ตามลำาดั้บั แต่ในความเป็ินจั่ริิง
ค่อตั�วงานปิริิมาณกว่า 52% ต้องริอการิจั่ำาแนกเป็ินเวลานาน
กว่า 1 วัน ส่งผลให้เกิด้ความล่าช้าสะสมในกริะบัวนการิถัด้ ๆ  ไปิ 
ทำาให้ผ้้ใช้บัริิการิต้องริอนานขึ�น และในบัางครัิ�งก็ทำาให้บัริิษัทต้อง
จ่ั่ายค่าโอทีสำาหรัิบัฝ่่ายสนับัสนุนไอทีเพิั�มเติมอีกด้้วย จั่ากปัิญหา
ทั�งหมด้ที�กล่าวไปินี� ผ้้วิจั่ัยจึั่งต้องการินำาเทคนิคการิเรีิยนร้้ิของ
เคร่ิ�องจัั่กริ (machine learning) มาปิริะยุกต์ใช้เพ่ั�อวิเคริาะห์
ข้อความในตั�วงานจั่ากผ้้ใช้บัริิการิโด้ยอัตโนมัติ จุั่ด้ปิริะสงค์หลัก 
ค่อการิเพิั�มปิริะสิทธิภาพั (ลด้เวลา) ในการิจั่ำาแนกปิริะเภทตั�ว
งาน ลด้ค่าใช้จ่ั่ายบัริิษัท และลด้ความลำาเอียงในการิจั่ำาแนกตั�ว
งานโด้ยมนุษย์ เปิลี�ยนมาให้ริะบับัอัตโนมัติตัวเดี้ยวช่วยวิเคริาะห์
ตั�วงานทุกตั�วให้ด้้วยเกณฑ์ิการิพิัจั่าริณาที�คงที�สมำ�าเสมอแทน

รูปที� 1 ผลคะแนนปิริะเมินความพึังพัอใจั่ของผ้้ใช้บัริิการิเฉลี�ยในช่วงปีิ พั.ศ. 2557 ถึง พั.ศ. 2560
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2. กุารทบทวนงานวิจัำย่ที�เกีุ�ย่วข้้อง
 งานวจัิั่ยของ Altintas และ Tantug [1] เสนอตวัแบับัสำาหรัิบั
ริะบุัปัิญหาของตั�วงานภาษาตุริกีอัตโนมัติจั่ากอีเมลข้อความที�
ได้้รัิบัจั่ากผ้้ใช้บัริิการิ โด้ยแบ่ังข้อม้ลออกเป็ินทั�งหมด้ 4 หมวด้ 
(categories) ได้้แก่ หมวด้เทคโนโลยีสาริสนเทศ หมวด้กิจั่การิ
นักศึกษา หมวด้สุขภาพั/วัฒนธริริม/กีฬา และ หมวด้สำานักทุน
การิศึกษาและหอพััก โด้ยมีจั่ำานวนตั�วงานในแต่ละหมวด้ค่อ
 3380, 6586, 130 และ 113 ตั�วงานตามลำาดั้บั ริวมทั�งหมด้ 
10,209 ตั�วงาน งานวิจัั่ยนี�ปิริะยุกต์การิทำา Feature Extraction 
บันข้อความในอีเมลโด้ยใช้ TF-IDF (Term Frequency-Inverse 
Document Frequency) ร่ิวมกับัการิทด้ลองสร้ิาง Classifica-
tion model แบับั Supervised Learning ทั�งหมด้ 4 ตัว ได้้แก่ 
Support Vector Machine (SVM), Naïve Bayes, K-Nearest 
Neighbors (KNN) และ Decision Tree และเพิั�มการิทำา Term 
weighting ถ่วงนำ�าหนักที�แตกต่างกันเพ่ั�อปิริะเมินความแตกต่าง
ของปิริะสิทธิภาพั ผลการิทด้ลองริะบุัว่า SVM ให้ผลลัพัธ์ความ
แม่นยำาดี้ที�สุด้สำาหรัิบัการิจั่ำาแนกข้อม้ลตั�วงานที�มีจั่ำานวนมาก
ได้้แก่ การิจั่ำาแนกหมวด้หม่้จั่ากข้อม้ลอีเมลทั�งหมด้ และการิ
จั่ำาแนกปิริะเภทตั�วงานของหมวด้เทคโนโลยสีาริสนเทศ และหมวด้
กิจั่การินักศึกษา ในขณะที� Naïve Bayes จั่ะมีปิริะสิทธิภาพัดี้
เม่�อข้อม้ลฝึ่กอบัริม (training set) มีจั่ำานวนน้อย ได้้แก่ ข้อม้ล
ของฝ่่ายทุนการิศึกษาและหอพััก ส่วน Decision Tree นั�นให้
ผลลัพัธ์ความแม่นยำาค่อนข้างดี้สำาหรัิบัข้อม้ลของหมวด้สุขภาพั/
วัฒนธริริม/กีฬา เม่�อเปิรีิยบัเทียบักับัการิจั่ำาแนกของตัวแบับัอ่�นๆ 
จุั่ด้เด่้นของงานวิจัั่ยนี� ค่อมีการิพััฒนาตัวแบับัให้เหมาะสมกับัชุด้
ข้อม้ลแต่ละจั่ำานวน ส่วนจุั่ด้ด้้อยค่อมีจั่ำานวนหมวด้หม่้สำาหรัิบัการิ
ทำานายค่อนข้างมาก ทำาให้โอกาสในการิทำานายพัลาด้มีส้งกว่า 
 Dedik [2] เสนอตัวแบับัสำาหรัิบัจัั่ด้หมวด้หม่้ข้อความแบับั
อัตโนมัติของเว็บัแอปิพัลิเคชันในบัริิษัทซึ่อฟต์แวร์ิแห่งหนึ�งในสา
ธาริณรัิฐเช็ก โด้ยงานวิจัั่ยนี�ใช้ข้อม้ลฝึ่กอบัริมทั�งภาษาอังกฤษและ
ภาษาเช็กที�ถ้กริวบัริวมจั่ากแหล่งข้อม้ลทั�งหมด้ 3 แหล่ง ค่อจั่าก
บัริิษัทซึ่อฟต์แวร์ิที�กล่าวถึงในข้างต้นและ จั่าก Open-source 
2 แหล่ง (Firefox และ Netbeans) ริวมเป็ินจั่ำานวนมากกว่า 
10,000 ตั�วงาน ในส่วนของการิจั่ำาแนกปิริะเภทใช้ตัวแบับั SVM 
ซึึ่�งเป็ิน Supervised  Learning  ร่ิวมกับัการิสกัด้คุณลักษณะ
ด้้วยวิธีการิทำา TF-IDF ซึึ่�งได้้ผลลัพัธ์ความแม่นยำาอย้่ที� 57%,  
53%,  และ 53% สำาหรัิบัชุด้ข้อม้ล Firefox, Netbeans, และ

ของบัริิษัท ตามลำาดั้บั จุั่ด้เด่้นของงานวิจัั่ยนี�ค่อสามาริถนำาไปิ
ใช้ได้้กับัหลาย ๆ โคริงการิโด้ยไม่ต้องปิรัิบัแต่งพัาริามิเตอร์ิมาก 
สามาริถ generalize ให้เข้ากับักับัโคริงการิอ่�น ๆ ได้้ดี้
 Vedala [3] เสนอกลไกการิจั่ำาแนกปิริะเภทตั�วงานจั่ากริะบับั 
ITSM ของบัริิษัททีมงานด้้แลล้กค้าแห่งหนึ�ง เพ่ั�อลด้เวลาที�ใช้ใน
กริะบัวนการินี�ซึึ่�งปิกติจั่ะใช้เวลาอย่างน้อย 2-3 วันสำาหรัิบัตั�วงาน
มากกวา่ 100 งาน งานวจัิั่ยนี�ใช้ริะยะเวลา 2 ปีิ (ค.ศ. 2016-2017) 
ในการิเก็บัริวบัริวมข้อม้ลตั�วงานทั�งหมด้จั่ำานวน 381,528 ริายการิ
(แต่ละริายการิมีข้อม้ล 280 คอลัมน์) ซึึ่�งจั่ะมีทั�งภาษาอังกฤษ 
ฟินแลนด์้ เยอริมัน สวีเด้น ริวมถึงภาษาอ่�น ๆ อีกมากมาย แล้ว
จึั่งนำาข้อม้ลมาทด้ลองสกดั้คุณลักษณะด้้วย TF-IDF Vectorizer 
ร่ิวมกับัตัวแบับัของ Logistic regression, Random forests และ 
Extremely randomized trees ผลการิวัด้ปิริะสิทธิภาพัด้้วย
ค่า Precision ค่า Recall และค่า F1-score พับัว่า Random 
forests ให้ค่า F1-score เฉลี�ยส้งสุด้ในกลุ่ม โด้ยมีค่าถึง 90% 
จั่ากการิตริวจั่สอบัความถ้กต้องแบับั Cross-validation ทั�งนี�
งานวิจัั่ยชิ�นนี�ยงันำาตัวแบับัที�ได้้ไปิทด้ลองใช้งานจั่ริิงอีกเป็ินเวลา
สองสัปิด้าห์ ผลปิริากฏว่าริะยะเวลาที�ใช้ในการิจั่ำาแนกตั�วงาน
ลด้ลงถึง  50% จั่ากริะยะเวลาหลักนาทีกลายเป็ินหลักวินาที 
ช่วยเร่ิงให้กริะบัวนการิทั�งหมด้ริวด้เร็ิวขึ�น อีกทั�งสามาริถสร้ิาง
คำาแนะนำาเพิั�มเติมอัตโนมัติในการิแก้ปัิญหาสำาหรัิบักริณีที�เกิด้
ขึ�นบ่ัอยที�สุด้ได้้อีกด้้วย จุั่ด้เด่้นของงานวิจัั่ยนี�ค่อมีจั่ำานวนข้อม้ล
สำาหรัิบัใช้เรีิยนร้้ิค่อนข้างมาก ทำาให้ได้้ผลลัพัธ์ความแม่นยำาส้ง
 Mandal และคณะ [4] เสนอริะบับัการิมอบัหมายตั�วงาน
ทางอีเมลอัตโนมัติแบับั end-to-end เพ่ั�อให้สามาริถส่งต่อตั�ว
งานหนึ�ง ๆ ไปิยังทีมงานที�รัิบัผิด้ชอบัได้้อย่างเหมาะสมและทัน
ท่วงที งานวจัิั่ยนี�ทำาการิทด้ลองกบััชุด้ข้อม้ลจั่ริิงของล้กค้าทั�งหมด้
สามชุด้ริวมมากกว่า 700,000 อีเมล  ใช้การิสกัด้คุณลักษณะ
แบับั TF-IDF สำาหรัิบัการิเรีิยนร้้ิด้้วยเคร่ิ�องจัั่กริดั้�งเดิ้ม (tradi-
tional machine learning) ได้้แก ่LinearSVM, KNN, Logistic 
Regression, Multiple-Naïve Bayes, Random Forest, 
Adaboost และ Gradient Boosting และใช้หลักการิปิริะมวล
ผลภาษาธริริมชาติสองวิธี ค่อ Word Embedding (WE) และ
  Pre-trained Word Vectors (G - GloVe) นอกจั่ากนี�ยัง
มีการิทด้ลองที�ใช้ตัวแบับัการิเรีิยนร้้ิเชิงลึก (deep learning) 
ได้้แก่ MLP (multilayer perceptron), CNN (convolution 
neural network), LSTM (long short term memory) 
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และ CNN-LTSM ด้้วย ทั�งนี�ผ้้วิจัั่ยมีการิใช้เทคนิค Ensemble 
Classifier เพ่ั�อช่วยริวมผลลัพัธ์จั่ากแต่ละค่้ของตัวแบับัเข้าด้้วย
กัน ผลลัพัธ์ที�ได้้ค่อ LinearSVM + MLP ให้ความแม่นยำาส้งสุด้
ถึง 89.61% ซึึ่�งมากกว่า LinearSVM + LSTM-G ที�ให้ความ
แม่นยำาอย้่ที� 88.38% เล็กน้อย ในส่วนของการินำาตัวแบับัที�ได้้
ไปิปิรัิบัใช้ในงาน  Production ของบัริิษัทผ้้ให้บัริิการิริายใหญ่
ทั�งหมด้สามริายที�มีปิริิมาณอีเมลแจ้ั่งงานเข้ามาจั่ำานวนมากกว่า 
40,000 ฉบัับัต่อเด่้อน พับัวา่สามาริถใหค้วามแมน่ยำาเก่อบั 90% 
และคริอบัคลุมอย่างน้อย 90% ของตั�วงานทั�งหมด้ ช่วยให้บัริิษัท
ปิริะหยัด้เวลาในการิทำางานสุทธิไปิได้้ส้งถึง 23,000 ชั�วโมงต่อ
ปีิ จุั่ด้เด่้นของงานวิจัั่ยนี�ค่อการิพััฒนาการิเรีิยนร้้ิเชิงลึกให้เกิด้
ปิริะสิทธิภาพัส้งสุด้สำาหรัิบัข้อม้ลที�บัริิษัทมีอย้ ่แต่จุั่ด้ด้้อยค่อตัว
แบับัชนิด้นี�เหมาะกับัข้อม้ลที�มีปิริิมาณมาก และปิริะสิทธิภาพัจั่ะ
ลด้ลงหากปิริิมาณข้อม้ลที�มีไม่มากพัอ
 Al-Hawari และ Barham [5] ได้้พััฒนาตัวแบับัการิเรีิยนร้้ิ
ของเคร่ิ�องจัั่กริเพ่ั�อช่วยลด้เวลาในการิจั่ำาแนกตั�วงาน เพิั�มความ
แม่นยำา ริวด้เร็ิว และสร้ิางความพึังพัอใจั่ให้กับัผ้้ใช้บัริิการิ โด้ย
อาศัยข้อม้ลตั�วงานในฐานข้อม้ลของมหาวิทยาลัย German 
Jordanian จั่ำานวน 1,254 ริายการิและใช้ตัวแบับั SVM ซึึ่�งเป็ิน 
Supervised Learning ร่ิวมกับัวิธีการิจัั่ด้การิกับัข้อม้ลที�เป็ินข้อ
ความด้้วยการิทำา TF-IDF feature vectorization ผลลัพัธ์ที�ได้้
มีความแม่นยำาในการิทำานายเพิั�มขึ�นจั่ากเดิ้ม 53.8% กลายเป็ิน 
81.4% และยังมีจุั่ด้เด่้นในการินำาไปิต่อยอด้เพ่ั�อปิรัิบัปิรุิงพััฒนา
ตัวชี�วัด้ที�จั่ำาเป็ินต่อการิปิริะเมินปิริะสิทธิภาพัในการิทำางานของ
ทีมงานฝ่่ายเทคโนโลยีสาริสนเทศอีกด้้วย
 งานวิจัั่ยของ Paramesh และ Shreedhara [6] พััฒนาการิ
เรีิยนร้้ิด้้วยเคร่ิ�องจัั่กริสำาหรัิบัจั่ำาแนกหมวด้หม่้ของตั�วงานอัตโนมัติ
จั่ากข้อม้ลตั�วงานขององค์กริที�มีช่�อเสียงแห่งหนึ�งจั่ำานวน 10,742 
ตั�วงาน ซึึ่�งการิจั่ำาแนกหมวด้หม่้นี�ปิริะกอบัไปิด้้วยหมวด้หม่้ที�แตก
ต่างกันทั�งหมด้ 18 หมวด้หม่้ และมีปัิญหาที�บัางหมวด้หม่้มีจั่ำานวน
ตั�วงานไม่สมดุ้ลกับัหมวด้หม่้อ่�น (imbalanced dataset) ซึึ่�งต้อง
จัั่ด้การิด้้วยวิธี Under sampling ก่อนจั่ะนำาชุด้ข้อม้ลที�สมดุ้ลกัน
ริะหว่างทุกหมวด้หม่้แล้วไปิสกัด้คุณลักษณะแบับั TF-IDF จั่ากนั�น
จึั่งนำาไปิทด้ลอง 2 แนวทาง ได้้แก่ แบับัที�ใช้ตัวแบับั SVM และ 
Naïve Bayes โด้ด้ ๆ และแบับั Ensemble of Classifiers ซึึ่�ง
ปิริะกอบัด้้วย Bagging-NB, Bagging-SVM และ AdaBoost-
SVM ผลการิทด้ลองที�ได้้พับัว่าแบับั Ensemble of Classifiers 

ให้ปิริะสิทธิภาพัที�ส้งกว่า โด้ยเฉพัาะ Bagging-SVM ที�ให้ผลลัพัธ์
ความแม่นยำาถึง 87.78% มากที�สุด้ในกลุ่มเทคนิค Ensemble 
ทั�งหมด้ ริองลงมาค่อ Bagged-NB และ  Adaboost-SVM ที�
มีความแม่นยำา 72.61% และ 86% ตามลำาดั้บั ส่วน Naïve 
Bayes และ SVM นั�นมีความแม่นยำาเพีัยง 71% และ 85% จุั่ด้
เด่้นของงานวิจัั่ยนี�ค่อการิพััฒนาตัวแบับัชนิด้ Ensemble ทำาให้
ได้้ปิริะสิทธิภาพัที�ส้งกว่าอยา่งเห็นได้้ชัด้ ต่างจั่ากงานวิจัั่ยอ่�นที�ยงั
คงใช้การิเรีิยนร้้ิด้้วยเคร่ิ�องจัั่กริแบับัตัวแบับัเดี้ยว
 จั่ากการิทบัทวนงานวิจัั่ยที�เกี�ยวข้องกับัการิจั่ำาแนกตั�วงาน
ทั�งหมด้ที�กล่าวไปิ ผ้้วิจัั่ยพับัว่าเทคนิคการิสกัด้คุณลักษณะจั่าก
ข้อความที�นิยมค่อ TF-IDF ในกริณีที�ใช้ตัวแบับัการิเรีิยนร้้ิด้้วย
เคร่ิ�องจัั่กริดั้�งเดิ้ม ส่วนในกริณีของตัวแบับัที�ใช้การิเรีิยนร้้ิเชิงลึก
นั�น นิยมใช้ Word Embedding แทน จั่ากแนวทางที�ได้้นี�ผ้้วิจัั่ย
จั่ะนำาไปิออกแบับัการิทด้ลองในลำาดั้บัต่อไปิ โด้ยจั่ะมีการิทด้ลอง
ใช้เทคนิคสกัด้คุณลักษณะจั่ากข้อความแบับัต่าง ๆ การิใช้ตัว
แบับัการิเรีิยนร้้ิของเคร่ิ�องหลาย ๆ ชนิด้ และการินำาเอาเทคนิค 
Ensemble มาใช้เปิรีิยบัเทียบัผลลัพัธ์กันด้้วย ซึึ่�งผ้้วิจัั่ยได้้มีการิ
วางแผนในการินำาเทคนิคต่างๆ ข้างต้น มาสร้ิางการิทด้ลองใน
หลากหลายมิติ เพ่ั�อให้เกิด้การิค้นคว้า และพััฒนาตัวแบับัให้
เหมาะสมกับัสถานการิณ์และข้อม้ลที�มีอย่้มากที�สุด้ 

3. วิธีิดำาเนินกุารวิจัำย่
 แหล่งที�มาของข้อม้ลเป็ินตั�วงานที�ถ้กแจ้ั่งเข้ามาผ่านริะบับั
จัั่ด้การิบัริิการิด้้านไอทีของฝ่่ายเทคโนโลยีสาริสนเทศในบัริิษัท
เอกชนแห่งหนึ�งในกริุงเทพัมหานคริ ตั�งแต่ปีิ พั.ศ. 2558 ถึง 
พั.ศ. 2561 จั่ำานวน 10,608 ริายการิ โด้ยตัวแปิริต้นและตัวแปิริ
ตามของงานวจัิั่ยนี� ได้้แก่ขั�นตอนวิธีที�ใช้ในการิทด้ลอง และความ
แม่นยำาในการิพัยากริณ์ปิริะเภทของตั�วงาน ตามลำาดั้บั ส่วน
ตัวแปิริควบัคุมนั�น ได้้แก่ ข้อม้ลที�ใช้ฝึ่กสอนและทด้สอบัตัวแบับั 
ริวมถึงการิตั�งค่าตัวแปิริต่าง ๆ ของตัวแบับั
 3.1 กุระบวนกุารเก็ุบรวบรวมูข้้อมููล
 ในงานวิจัั่ยนี� ผ้้วิจัั่ยได้้รัิบัอนุญาตให้ใช้และเก็บัริวบัริวมข้อม้ล
จั่ากฐานข้อม้ลริะบับัจั่ัด้การิบัริิการิด้้านไอทีของฝ่่ายเทคโนโลยี
สาริสนเทศในบัริิษัทเอกชนแห่งหนึ�งในกรุิงเทพัมหานคริ ริวมเป็ิน
จั่ำานวนทั�งสิ�น 10,608 ตั�วงาน ปิริะกอบัด้้วยจั่ำานวนคุณลักษณะ
 (attribute) ทั�งหมด้ 12 คุณลักษณะ ได้้แก่ ริหัสตั�วงาน วันที�
แจ้ั่งงาน เวลาที�แจ้ั่งงาน ผ้้ที�แจ้ั่งงาน แผนกของผ้้ที�แจ้ั่งงาน ริาย
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รูปที� 2 ตัวอย่างข้อม้ลในชุด้ข้อม้ล เม่�อคอลัมน์ body ค่อข้อความที�เกี�ยวข้องกันซึึ่�งถ้กนำามาเช่�อมกัน และคอลัมน์ 
                  problem_id ค่อคลาสเป้ิาหมายของการิจั่ำาแนกตั�วงานนั�น ๆ

 3.2 กุระบวนกุารสิำารวจำข้้อมููล
 ก่อนจั่ะนำาข้อม้ลไปิแปิลงใหอ้ย้ใ่นร้ิปิที�พัร้ิอมต่อการินำาไปิเป็ิน
อินพุัตให้กับัตัวแบับันั�น ผ้้วิจัั่ยทด้ลองสำาริวจั่ลักษณะของข้อม้ล
เบ่ั�องต้นก่อนเพ่ั�อให้เข้าใจั่ลักษณะและพัฤติกริริมของชุด้ข้อม้ลนี�
ซึึ่�งจั่ะมีผลต่อไปิถึงพัฤติกริริมของตัวแบับัที�เป็ินการิเรีิยนร้้ิของ
เคร่ิ�องจัั่กริต่อไปิด้้วย ร้ิปิที� 3 แสด้งผลการิสำาริวจั่ข้อม้ลตั�วงาน
ในงานวิจัั่ยนี�ซึึ่�งปิริะกอบัด้้วย (ก) การิสร้ิางกริาฟปิริะเภท Heat 
map chart เพ่ั�อแสด้งผลความว่างเปิล่าของข้อม้ล (null) เม่�อสี
เหล่องหมายถึงข้อม้ลว่างเปิล่า ทั�งนี�เพ่ั�อให้ผ้้วิจัั่ยสามาริถจัั่ด้การิ
และแก้ไขปัิญหาข้อม้ลว่างนั�นได้้แต่เนิ�น ๆ (ข) การิสร้ิางกริาฟ
ปิริะเภท Bar chart แสด้งจั่ำานวนตั�วงานที�เกิด้ขึ�นในแต่ละคลาส
ทั�ง 5 คลาส เพ่ั�อสำาริวจั่ความแตกต่างของปิริิมาณข้อม้ล หร่ิอ
ความไม่สมดุ้ลของปิริิมาณข้อม้ลในแต่ละคลาส และ (ค) การิ
สร้ิางกริาฟปิริะเภท Histogram แสด้งผลจั่ำานวนตั�วงานที�มีความ
ยาวของข้อความต่าง ๆ กัน ทั�งนี�ผลจั่ากการิสำาริวจั่ข้อม้ลผ้้วิจัั่ย
พับัปัิญหาหลัก 2 ปัิญหา ค่อ ปัิญหาความไม่สมดุ้ลของปิริิมาณ
ข้อม้ลในแต่ละคลาส (ร้ิปิที� 3.ข) และปัิญหาที�ข้อม้ลบัางริายเป็ิน
ข้อความที�สั�นมากเกินไปิสำาหรัิบันำามาใช้ในการิวิเคริาะห์ข้อม้ล 
(ร้ิปิที� 3.ค)

ละเอียด้ของปัิญหา ผ้้ที�รัิบังาน ผ้้ที�ด้ำาเนินการิ  ริายละเอียด้การิ
ด้ำาเนินการิ วันเวลาที�ด้ำาเนินการิแล้วเสร็ิจั่ วัตถุปิริะสงค์ของงาน 
และปิริะเภทของงาน (ตัวแปิริเป้ิาหมาย) โด้ยทั�งหมด้เป็ินข้อม้ล
ที�เก็บัริวบัริวมมาตั�งแต่ปีิ พั.ศ. 2558 ถึง พั.ศ. 2561 ในเน่�อหา
ของข้อม้ลจั่ะปิริะกอบัไปิด้้วยข้อม้ลที�มีลักษณะเป็ินทั�ง วันที� เวลา 
ตัวเลข หมวด้หม่้ และข้อความ ส่วนปิริะเภทของงานซึ่ึ�งเป็ินตัวแปิริ
เป้ิาหมายที�ต้องการินำามาจั่ำาแนก (problem_id) นั�นมีอย้ทั่�งหมด้ 
5 คลาสด้้วยกัน  ได้้แก่  หมายเลข 1 ค่อ Hardware, หมายเลข 
2 ค่อ Software, หมายเลข 3 ค่อ Network, หมายเลข 4 ค่อ
Internet และ หมายเลข 5 ค่อ E-mail ร้ิปิที� 2 แสด้งตัวอย่าง
ของข้อม้ลจั่ริิงที�ผ้้วิจัั่ยทำาการิเช่�อมต่อข้อความหลาย ๆ  ข้อความใน
ข้อม้ลที�เกี�ยวข้องกันทั�งหมด้เข้าด้้วยกัน (text concatenation) 
เพ่ั�อเตรีิยมข้อม้ลให้พัร้ิอมก่อนนำาเข้าส่้กริะบัวนการิปิริะมวลผล
ภาษาธริริมชาติ (natural language processing, NLP) ต่อ
ไปิ ทั�งนี�ข้อม้ลที�ถ้กนำามาเช่�อมต่อกัน ได้้แก่ “ริายละเอียด้ของ
ปัิญหา” และ “ริายละเอียด้การิด้ำาเนินการิ” เท่านั�น เน่�องจั่าก
เป็ินข้อม้ลส่วนที�ผ้้วิจัั่ยทด้ลองพับัว่ามีความสัมพัันธ์กับัเป้ิาหมาย
อย่างมีนัยสำาคัญ
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รูปที� 3 ผลการิสำาริวจั่ข้อม้ลตั�วงานทั�งหมด้

 3.3 กุระบวนกุารเตรีย่มูข้้อมููล
  3.3.1 การิจัั่ด้การิกับัปิริิมาณข้อม้ลที�มีความแตกต่าง
ริะหว่างคลาสมากเกินไปิ หร่ิอเรีิยกอีกอย่างว่าปัิญหา Imbalance 
data โด้ยจั่ากการิศึกษาพับัว่าแนวทางในการิแก้ปัิญหานี� ได้้แก่
การิเพิั�มปิริิมาณข้อม้ล (Over-sampling) โด้ยสุ่มเพิั�มจั่ำานวน
ข้อม้ลในกลุ่มริองให้มากขึ�น และ การิลด้ปิริิมาณข้อม้ล (Under-
sampling)  โด้ยสุ่มเล่อกข้อม้ลจั่ากกลุ่มหลักมาเพีัยงบัางส่วน
เพ่ั�อให้เหล่อจั่ำานวนใกล้เคียงกับักลุ่มริอง ในงานวิจัั่ยนี�เน่�องจั่าก
ข้อม้ลตั�วงานที�ผ้้วิจัั่ยริวบัริวมมาได้้มีปิริิมาณไม่มากนัก จึั่งเล่อก
ใช้วิธีแริก เน่�องจั่ากวิธีหลังจั่ะยิ�งทำาให้ปิริิมาณข้อม้ลน้อยลงและ
อาจั่ไม่เพีัยงพัอต่อการิเรีิยนร้้ิของตัวแบับั
  3.3.2 การิทำาความสะอาด้ขอ้ม้ล (data cleansing) ด้้วย
การิกำาจัั่ด้ตัวเลขที�ไม่มีนัยสำาคัญและอักขริะพิัเศษที�ไม่ใช่ตัวอักษริ
ออกจั่ากข้อม้ล เช่น #|'|"|”|“|!|\+|\*|\%|$|\?|/|_|\-|=|\.|>|<|\(|\)|
฿|, เป็ินต้น เน่�องจั่ากอักขริะเหล่านี�ไม่มปีิริะโยชน์ต่อการิวิเคริาะห์
ข้อม้ลและอาจั่ทำาให้การิจั่ำาแนกปิริะเภทของข้อม้ลผิด้พัลาด้
  3.3.3 การิแยกภาษาข้อความ (language separating) 
เพ่ั�อแยกข้อความริะหว่างภาษาไทยและภาษาอังกฤษออกจั่าก

กัน เน่�องจั่ากแต่ละภาษามีกริะบัวนการิเตรีิยมข้อม้ลบัางส่วนที�
แตกต่างกัน 
  3.3.4 การิสกัด้คำา (tokenization) หร่ิอการินำาข้อความ
ที�เป็ินปิริะโยคมาแตกออกเป็ินคำาแต่ละคำา แล้วเก็บัคำาที�ได้้เอาไว้
ในริายการิ ในส่วนนี�ผ้้วิจัั่ยเล่อกใช้เคร่ิ�องม่อสำาหรัิบัสกัด้คำาภาษา
อังกฤษค่อ nltk.tokenize และในส่วนของข้อความภาษาไทยจั่ะ
ใช้ pythainlp.tokenize
  3.3.5 การิตริวจั่สอบัการิสะกด้ (spell checking) เพ่ั�อ
ตริวจั่คำาผิด้ในหลายริะดั้บั เช่น พิัมพ์ัผิด้เป็ินคำาที�ไม่มีอย้่ใน
พัจั่นานุกริม พิัมพ์ัผิด้คำา คำาพ้ัองเสียง คำาสแลง หร่ิอ ตั�งใจั่พิัมพ์ั
ผิด้ เป็ินต้น โด้ยผ้้วิจัั่ยจั่ะทำาการิตริวจั่สอบัว่าคำาที�อย้ใ่นข้อความ
มีปิริากฎิอย้ใ่นพัจั่นานุกริมหร่ิอไม่ และอาจั่แนะนำาคำาใกล้เคียง
ที�น่าจั่ะเป็ินคำาที�ถ้กต้องให้โด้ยอัตโนมัติ ซึึ่�งหลักการิของการิ
ตริวจั่คำาผิด้นี�จั่ะใช้ขั�นตอนวิธีของ Peter Norvig [7] ในการิหา
ริายการิคำาใกล้เคียงจั่ากพัจั่นานุกริม จั่ากนั�นจั่ะแสด้งริายการิคำา
ทุกคำาที�เป็ินไปิได้้ในพัจั่นานุกริมเรีิยงตามความน่าจั่ะเป็ิน แล้ว
เล่อกคำาที�มีความน่าจั่ะเป็ินส้งสุด้จั่ากริายการิของคำาทั�งหมด้
เช่น ถ้าป้ิอนข้อม้ลเป็ินคำาว่า โน๊ตบุ๊ัค โน้ตบุัค โน็ตบุ๊ัก ซึึ่�งเป็ินคำา
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ที�สะกด้ผิด้ ริะบับัจั่ะแสด้งผลลัพัธ์ออกเป็ินคำาว่า โน้ตบุ้ัก ซึึ่�งเป็ิน
คำาที�สะกด้ถ้ก เป็ินต้น  สำาหริบััในภาษาองักฤษจั่ะใช้คลังคำาศัพัท์
จั่าก NLTK Corpus ซึึ่�งมีคำาศัพัท์ในคลังกว่า 2 แสนคำา และใช้
ตัวอักษริ พัยญัชนะและสริะของภาษาองักฤษในการินำามาสุ่มหา
คำาใกล้เคียง สำาหรัิบัภาษาไทยนั�นผ้้วิจัั่ยใช้คลังคำาศัพัท์จั่าก Thai 
National Corpus (TNC) ซึึ่�งมีคำาศัพัท์ในคลังกว่า 4 หม่�นคำา 
และใช้ตัวอักษริ พัยัญชนะ สริะ และวริริณยุกต์ของภาษาไทย
ในการินำามาสุ่มหาคำาใกล้เคียง
  3.3.6 การิลด้ร้ิปิคำาศัพัท์ โด้ยใช้วิธีที�เป็ินที�นิยม 2 วิธีค่อ
วิธี Lemmatization ซึึ่�งเป็ินกริะบัวนตัด้ส่วนท้ายของคำาแบับั
หยาบั ๆ ด้้วยฮิิวริิสติก (heuristic) ทำาให้ลด้ร้ิปิของคำาลงเหล่อ
แต่ส่วนหน้าของคำาที�เหม่อนกันในคำากลุ่มเดี้ยวกัน และวิธี Stem-
ming ซึึ่�งเป็ินกริะบัวนการิในการิแปิลงคำาด้้วยริายการิริากศัพัท์
ในพัจั่นานกุริม และการิวเิคริาะหห์ลักไวยากริณข์องภาษาอยา่ง
เหมาะสมในการิแปิริคำาหร่ิอผันคำา เพ่ั�อกำาจัั่ด้การิแปิริผนัของคำา
ให้เหล่อแต่ร้ิปิฟอร์ิมพ่ั�นฐาน ซึึ่�งทั�ง 2 วิธีนี�จั่ะใช้กับัภาษาอังกฤษ
ได้้ดี้พัอสมควริ
  3.3.7 การิกำาจัั่ด้คำาทั�วไปิ (stop words removing) เป็ินการิ
กำาจัั่ด้กลุ่มคำาทั�วไปิที�มักพับับ่ัอย ๆ  ในปิริะโยคหร่ิอเอกสาริแต่ไม่
ค่อยช่วยในการิส่�อความหมาย อีกทั�งส่งผลให้ความซัึ่บัซ้ึ่อนของ
โปิริแกริมเพิั�มขึ�นในภายหลัง สำาหรัิบัคลังคำาศัพัท์ทั�วไปิที�เป็ินคำาที�
ไม่ส่�อความหมายในภาษาอังกฤษผ้้วจัิั่ยเล่อกใช้ nltk.stopwords.
words('english') ซึึ่�งมีคำาศัพัท์ในคลังกว่า 2 ร้ิอยคำา ส่วนภาษา
ไทยจั่ะใช้ pythainlp.corpus.common.thai_stopwords() 
ซึึ่�งมีคำาศัพัท์ในคลังกว่า 1 พัันคำา
  3.3.8 การิผสานริวมริายการิของคำา (merge word list) 
เม่�อเตรีิยมข้อม้ลแล้วเสร็ิจั่ ผ้้วิจัั่ยจึั่งนำาริายการิของคำาทั�งหมด้ทั�ง
ของภาษาไทยและภาษาอังกฤษ กลับัมาริวมกันอีกครัิ�งเพ่ั�อสร้ิาง
เป็ิน Bag of words ที�จั่ะนำาไปิใช้งานต่อไปิ
  3.3.9 การิปิริับัริวมคำาที�พ้ัองความหมาย (synonyms 
normalization) เป็ินการิปิรัิบัให้คำาที�มีความหมายในลักษณะ
เดี้ยวกันแต่อาจั่เขียนอย้ใ่นร้ิปิแบับัอ่�น ๆ ที�ต่างกันให้กลายเป็ิน
คำา ๆ  เดี้ยวกันหร่ิอกลุ่มเดี้ยวกัน เช่น ปิรัิบัคำาว่า mail เมล์ อีเมล์
เป็ินคำาว่า mail หร่ิอปิริับัคำาว่า connect คอนเน็ค เช่�อมต่อ

เป็ินคำาว่า connect เป็ินต้น โด้ยผ้้วิจัั่ยใช้ไลบัริารีิช่�อ synset 
ของWordNet ร่ิวมกับัการิใช้ปิริะสบัการิณ์ด้้านศัพัท์เทคนิคของ
ผ้้วิจัั่ยเองในการิพิัจั่าริณาริวบัคำา
  3.3.10 พิัจั่าริณา Word Frequency ร่ิวมกับั TF-IDF 
score เพ่ั�อปิริะกอบัการิตัด้สินใจั่ในการิตัด้คำาที�ไม่จั่ำาเป็ินออก 
โด้ยหากพับัว่าคำาใด้มีปิริากฏอย้ใ่นทุกคลาสด้้วยความถี�ส้ง ร่ิวม
กับัมีค่า TF-IDF score ตำ�าอย่างเห็นได้้ชัด้ (ดั้งตัวอย่างของคำา
ว่า ‘แผนก’ และ ‘ใช้งาน’ ในร้ิปิที� 4) แสด้งว่าคำา ๆ นั�นเป็ินคำา
ทั�วไปิที�ไม่มีความสำาคัญหร่ิออัตลักษณ์ในการิริะบุัเจั่าะจั่งถึงคลาส
ใด้คลาสหนึ�ง ควริที�จั่ะกำาจัั่ด้ออกจั่ากข้อม้ล ทั�งนี�ร้ิปิที� 5 แสด้ง
กริาฟก้อนเมฆของคำา (Word cloud) เพ่ั�อช่วยให้มองเห็นคำาที�
มีความสำาคัญในแต่ละคลาสได้้ชัด้เจั่นยิ�งขึ�น
  3.3.11 การิสกัด้คุณลักษณะ เป็ินกริะบัวนการิแปิลง
ข้อม้ลให้อย้่ในร้ิปิแบับัที�สามาริถนำาไปิใช้งานได้้ในตัวแบับัการิ
เรีิยนร้้ิของเคร่ิ�อง เช่น การิแปิลงข้อความหร่ิอร้ิปิภาพัให้กลาย
เป็ินชุด้ของตัวเลขชุด้ใหม่ เป็ินต้น ในงานวิจัั่ยนี�ผ้้วิจัั่ยได้้ทำาการิ
ศึกษาและทด้ลองวิธีการิสกัด้คุณลักษณะ 2 แบับั ได้้แก่ (1) เวก
เตอร์ิของการินับัคำา (count vectorization) ซึึ่�งเป็ินวิธีพ่ั�นฐาน
ในการิแปิลงคำาให้กลายเป็ินตัวเลข อาศัยเพีัยงการินับัจั่ำานวนคำา
ที�ปิริากฏอย้่บันข้อความเท่านั�น โด้ยวิธีนี�สามาริถใส่จั่ำานวนคำาที�
นับัได้้ลงไปิในเวกเตอร์ิตริง ๆ หร่ิออาจั่ใส่เป็ินค่าจั่ำานวนคำาที�ถ้ก
ถ่วงนำ�าหนักจั่ากความถี�ในการิปิริากฏก็ได้้ (2) เทคนิคการิคัด้แยก
คำาตามความสำาคัญ (term frequency-inverse document 
frequency หร่ิอ TF-IDF) เป็ินการินำา term frequency หร่ิอ
จั่ำานวนครัิ�งที�คำาแต่ละคำาปิริากฏในแต่ละข้อความมาหาริด้้วย
จั่ำานวนคำาทั�งหมด้ในข้อความนั�น แล้วจึั่งนำามาค้ณกับั inverse 
document frequency หร่ิอจั่ำานวนข้อความทั�งหมด้หาริด้้วย
จั่ำานวนข้อความที�มีแต่ละคำาปิริากฏอย้ ่แล้วจึั่งใส่ฟังก์ชัน loga-
rithm เข้าไปิ โด้ยสำาหรัิบัส่วนของ term frequency นั�นจั่ะมี
ค่ามากถ้าคำาไหนปิริากฏอย่้ในข้อความบ่ัอย ๆ แต่ถ้าคำา ๆ นั�น
ไปิปิริากฏอย่้ในเก่อบัทุก ๆ ข้อความก็จั่ะมีผลทำาให้ค่า inverse 
document frequency ตำ�าลงไปิ สามาริถถ่วงดุ้ลกับัค่า term 
frequency ที�ส้งและช่วยให้เริาสามาริถสกัด้คำาเด่้น ๆ  โด้ยหลีก
เลี�ยงคำาปิริากฏบ่ัอยที�ไม่มีนัยสำาคัญออกไปิได้้
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รูปที� 4 กริาฟ Bar chart แสด้งผลความถี�ของคำาต่าง ๆ ที�เกิด้ขึ�นในแต่ละคลาสเรีิยงตามลำาดั้บัจั่ากมากไปิหาน้อย

รูปที� 5  กริาฟ Word cloud แสด้งความสำาคัญของคำาในคลาส โด้ยความสำาคัญของคำาจั่ะแปิริผันตริงกับัขนาด้
                     ของคำาดั้งกล่าวที�ปิริากฏในภาพั

 3.4 กุระบวนกุารสิร้างตัวแบบ
  3.4.1 การิลด้จั่ำานวนมิติของข้อม้ลด้้วยการิวิเคริาะห์องค์
ปิริะกอบัหลกั (principal component analysis, PCA) เพั่�อลด้
ปัิญหาความกริะจัั่ด้กริะจั่าย (sparse) ของเมทริิกซ์ึ่คุณลักษณะที�
ได้้มาภายหลังจั่ากกริะบัวนการิสกัด้คุณลักษณะ โด้ยปิกติแล้วจั่ะ
มีหลักการิในการิเล่อกจั่ำานวนของคุณลักษณะที�ดี้ที�สุด้ซึึ่�งสามาริถ
อธิบัายความแปิริปิริวนได้้อย้ใ่นริะหว่างช่วง 95-99% เพ่ั�อไม่ให้
จั่ำานวนคุณลักษณะมีมากหร่ิอน้อยจั่นเกินไปิ สำาหรัิบังานวิจัั่ยนี�
ผ้้วิจัั่ยเล่อกลด้มิติของข้อม้ลด้้วยวิธีการิวิเคริาะห์องค์ปิริะกอบั
หลัก และเล่อกจั่ำานวนของคณุลักษณะที�ดี้ที�สุด้ที�สามาริถอธบิัาย
ความแปิริปิริวนได้้อย้ที่� 95% และสามาริถลด้มิติของข้อม้ลลงไปิ
ได้้จั่ากเดิ้มที�มีจั่ำานวนทั�งหมด้ 3,673 มิติให้เหล่อเพีัยง 893 มิติ
สำาหรัิบัการิสกัด้คุณลักษณะแบับั Count vectorization และ

เหล่อเพีัยง 1,546 มิติสำาหรัิบัการิสกัด้คุณลักษณะแบับั TF-IDF
  3.4.2 การิจั่ัด้มาตริาส่วนข้อม้ลสำาหรัิบัเปิลี�ยนค่าลบัให้
กลายเป็ินบัวก (data scaling) เน่�องจั่ากขั�นตอนวิธีการิเรีิยน
ร้้ิด้้วยเคร่ิ�องจัั่กริบัางตัวไม่สามาริถริองรัิบัข้อม้ลที�มีมาตริาส่วน
หลากหลายได้้เอง จึั่งจั่ำาเป็ินที�ผ้้วิจัั่ยต้องช่วยทำาการิปิรัิบัช่วง
ของข้อม้ลให้ก่อน โด้ยกริะบัวนการินี�เป็ินการิจั่ัด้การิภายหลัง
จั่ากการิทำา PCA แล้วเกิด้ค่าติด้ลบั (negative value) ซึึ่�งตัว
แบับั Multiple Naïve Bayes ไม่ริองรัิบัขึ�น จึั่งต้อง Rescale 
ข้อม้ลให้กลับัมาอย่้ในช่วงค่าบัวก (positive value) เป็ินต้น
 สำาหรัิบังานวิจัั่ยนี�ผ้้วิจัั่ยเล่อกวิธีการิจัั่ด้มาตริาส่วนข้อม้ลแบับั
 MinMaxScaler เพ่ั�อปิรัิบัค่าของข้อม้ลที�ติด้ลบัให้กลายเป็ิน
ค่าที�อย่้ในช่วงริะหว่าง 0.0 ถึง 1.0 
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 3.4.3 การิแบ่ังข้อม้ลสำาหรัิบัชุด้ที�ใช้สอนตัวแบับัและชุด้ที�ใช้
ทด้สอบัตัวแบับั (training/test set split) นั�น ผ้้วิจัั่ยใช้การิสุ่ม
แบ่ังข้อม้ลแบับัแบัง่ชั�นภ้มิ (stratified random sampling) โด้ย
จั่ะสุ่มข้อม้ลจั่ากแต่ละคลาสขึ�นมาตามสัด้ส่วนของจั่ำานวนข้อม้ล
ในคลาสนั�น ๆ ซึึ่�งสามาริถกำาหนด้ค่าสัด้ส่วนในการิแบ่ังข้อม้ล
ชุด้สอนและชุด้ทด้สอบัได้้ตามความเหมาะสม สำาหรัิบังานวิจัั่ย
นี�ผ้้วิจัั่ยเล่อกแบ่ังสัด้ส่วนของข้อม้ลชุด้สอนและชุด้ทด้สอบัเป็ิน 
80:20
  3.4.4 การิสร้ิางตัวแบับั (model fitting) ในงานวิจัั่ยนี�ผ้้
วิจัั่ยทด้ลองตัวแบับัการิเรีิยนร้้ิด้้วยเคร่ิ�องจัั่กริริวม 6 ตัว ได้้แก่ 
      1) Multinomial Naïve Bayes (MNB) เป็ินตัวแบับัที�
เหมาะสำาหรัิบัการิจั่ำาแนกปิริะเภทมากกว่า 2 ปิริะเภทขึ�นไปิที�มี
คุณลักษณะไม่ต่อเน่�อง และเป็ินตัวแบับัเฉพัาะของ Naïve Bayes 
Classifier ที�ใช้การิแจั่กแจั่งแบับัพัหนุามสำาหริบััแต่ละคุณลักษณะ
 ซึึ่�งตัวแบับั Naïve Bayes นี�เป็ินตัวแบับัที�อาศัยหลักการิความ
น่าจั่ะเป็ิน (probability) ของโอกาสที�จั่ะเกิด้เหตุการิณ์ต่าง ๆ 
ตามทฤษฎีิของเบัย์ (Bayes’s theorem) ซึึ่�งมีขั�นตอนวิธีไม่ซัึ่บั
ซ้ึ่อน สามาริถสร้ิางได้้ง่าย และใช้เวลาน้อยในการิทำางาน
      2) Support Vector Machine (SVM) - เป็ินตัวแบับัที�
ใช้ในการิวิเคริาะห์และจั่ำาแนกข้อม้ล โด้ยอาศัยหลักการิของการิ
หาสัมปิริะสิทธิ�ของสมการิเพ่ั�อสร้ิางเส้นแบ่ังแยกกลุ่มข้อม้ลที�ถ้ก
ป้ิอนเข้าส่้กริะบัวนการิสอนให้ริะบับัเรีิยนร้้ิ ทั�งนี�ในการิสร้ิางสมการิ
เส้นตริงเพ่ั�อแบ่ังเขตข้อม้ล 2 หร่ิอมากกว่า 2 กลุ่มออกจั่ากกัน
นั�น SVM จั่ะพัยายามสร้ิางเส้นแบ่ังตริงกึ�งกลางริะหว่างกลุ่มให้
มีริะยะหา่งริะหวา่งขอบัเขตของทั�งสองกลุ่มมากที�สุด้ นอกจั่ากนี�
เริายังสามาริถนำา Kernel function มาช่วยใน SVM เพ่ั�อแปิลง
ข้อม้ลจั่าก feature space หนึ�งไปิยังอีก feature space หนึ�ง
ได้้
      3) Logistic Regression (LR) - เป็ินเทคนิคการิวิเคริาะห์
สถิตเิชิงคุณภาพัที�มวีตัถุปิริะสงค์เพ่ั�อศึกษาความสัมพัันธ์วา่ตัวแปิริ
อิสริะหร่ิอตัวแปิริทำานายใด้บ้ัางที�สามาริถอธิบัายตัวแปิริเกณฑ์ิ
 (ตัวแปิริตาม) ได้้ โด้ยLogistic Regression แบ่ังออกเป็ิน 2 
ปิริะเภท ค่อ Binary Logistic Regression สำาหรัิบัตัวแปิริตามที�
มีเพีัยง 2 ค่า เช่น ตัวแปิริที�มีค่าเป็ิน 0 กับั 1 และ Multinomial 
Logistic Regression สำาหรัิบัตัวแปิริเชิงกลุ่มที�มีค่ามากกว่า 2 
ค่าขึ�นไปิ สำาหรัิบัตัวแบับันี�คำานวณได้้จั่ากสมการิของ Logistic 
Function

      4) Random Forest (RF) - เป็ินตัวแบับัที�ถ้กพััฒนาขึ�น
จั่าก Decision Tree ต่างกันที� Random Forest มีต้นไม้หลาย
 ๆ ต้นปิริะกอบักัน ทำาให้ปิริะสิทธิภาพัและความแม่นยำาในการิ
ทำางานส้งขึ�น หลักการิของ Random Forest ค่อทำาการิฝึ่กฝ่น
ตัวแบับัที�เหม่อนกันหลาย ๆ  ครัิ�งบันข้อม้ลชุด้เดี้ยวกัน โด้ยแต่ละ
ครัิ�งของการิฝึ่กฝ่นจั่ะเล่อกส่วนของข้อม้ลที�ฝ่ึกฝ่นไม่เหม่อนกัน
 แล้วค่อยเอาการิตัด้สินใจั่ของตัวแบับัเหล่านั�นมาโหวตกันใน
ตอนท้าย
      5) Stacking Model with Bagging (SM) – เป็ินตัวแบับั
ที�มีการิแบ่ังตัวฝึ่กฝ่นเป็ินหลาย ๆ  กลุ่ม แล้วเอาข้อม้ลทั�งหมด้ให้
กลุ่มแริกเรีิยนร้้ิ จั่ากนั�นนำาคำาตอบัของกลุ่มแริกมาริวมกนัแล้วส่ง
ต่อให้กลุ่มต่อมาเรีิยนร้้ิต่อ ๆ  กันไปิ ซึึ่�งผลในที�นี�จั่ะส่งต่อไปิให้กับั 
Bagging Classifier เพ่ั�อทำาการิเล่อกโหวต (majority vote) และ
ด้้ว่าคำาตอบัสว่นมากเปิน็อะไริ  หร่ิอควริจั่ะตอบัอยา่งไริที�เหมาะ
ที�สุด้ เทคนิคนี�สามาริถลด้ความแปิริปิริวนและลด้ overfit ได้้
      6) XG-Boosting (XGB) - เป็ินวิธี Ensemble learning 
ปิริะเภท Boosting ที�นำาเอา Decision Tree มาฝึ่กฝ่นต่อกัน
หลาย ๆ  ต้น โด้ยที�แต่ละต้นของ Decision Tree จั่ะเรีิยนร้้ิความ
ผิด้พัลาด้ (error) จั่าก Weak classifier ของต้นไม้ตัวก่อนหน้า
 ทำาให้ความแม่นยำาในการิทำานายเพิั�มมากขึ�นเร่ิ�อย ๆ เม่�อมีการิ
เรีิยนร้้ิของต้นไม้ต่อเน่�องกันจั่นมีความลึกมากพัอ ทั�งนี�ตัวแบับั
จั่ะหยุด้เรีิยนร้้ิเม่�อไม่เหล่อความผิด้พัลาด้จั่ากต้นไม้ก่อนหน้าให้
สามาริถเรีิยนร้้ิต่อได้้แล้ว เทคนิคนี�สามาริถช่วยลด้ Bias ได้้
  3.4.5 การิปิรัิบัค่าพัาริามิเตอร์ิ (parameters tuning) 
เป็ินการิหาค่าที�ดี้ที�สุด้ของพัาริามิเตอร์ิต่าง ๆ  โด้ยผ้้วิจัั่ยเล่อกใช้วิธี
การิทำา Grid search ด้้วยโมด้้ล GridSearchCV ของ sklearn.
model_selection (scikit-learn 0.23.2 บัน Python 3.7.6) 
กำาหนด้ค่าของแต่ละพัาริามิเตอร์ิที�ต้องการิจั่ะทด้สอบัแล้วลอง
ปิริะมวลผลตัวแบับัในทุก ๆ ชุด้ของค่าพัาริามิเตอร์ิที�เป็ินไปิได้้ 
ดั้งต่อไปินี�
  3.4.5.1 Mutinomial Naive Bayes ผ้้วิจัั่ยปิรัิบัพัาริามเิตอร์ิ 
fit_prior ช่วง [True, False], class_prior ช่วง [None, [.1,.9],[.2, 
.8]] และ alpha ช่วง numpy.linspace(0.1, 1.5, 1)
  3.4.5.2 SVM ผ้้วิจัั่ยปิรัิบัพัาริามิเตอร์ิ C ช่วง [0.1,1, 
10, 100], gamma ช่วง [1,0.1,0.01,0.001], shrinking ช่วง
 [True,False], kernel ช่วง ['rbf', 'poly', 'sigmoid'] และ 
decision_function_shape ช่วง ['ovo','ovr']
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  3.4.5.3 Logistic Regression ผ้้วิจัั่ยปิรัิบัพัาริามิเตอร์ิ 
C ช่วง numpy.logspace(-4, 4, 20) และ penalty ช่วง ['l1', 
'l2'] 
  3.4.5.4 Random Forest ผ้้วิจัั่ยปิรัิบัพัาริามิเตอร์ิ 
max_features ช่วง ['log2', 'sqrt','auto'] และ criterion ช่วง 
['entropy', 'gini']
  3.4.5.5 XGBoost ผ้้วิจัั่ยปิรัิบัพัาริามิเตอร์ิ min_child_
weight ช่วง [1, 5, 10], gamma ช่วง [0.5, 1, 1.5, 2, 5], 
subsample ช่วง [0.6, 0.8, 1.0], colsample_bytree ช่วง 
[0.6, 0.8, 1.0] และ max_depth ช่วง [3, 4, 5]
  3.4.6 การิทำานายผล (model prediction) เป็ินการินำา
ตัวแบับัที�เป็ินผลลัพัธ์จั่ากการิเรีิยนร้้ิบันข้อม้ลชุด้ฝึ่กฝ่น มาใช้ใน
การิทำานายผลลัพัธ์ของตั�วงานหนึ�ง ๆ 

 3.5 กุระบวนกุารคััดเล่อกุคุัณลักุษณะที�สิำาคััญ
  3.5.1 ปิริะเมินปิริะสิทธิภาพัของตัวแบับั (evalua-
tion) เม่�อเสร็ิจั่จั่ากหัวข้อที� 3.4 แล้ว ผ้้วิจัั่ยจั่ะทำาการิปิริะเมิน
ปิริะสิทธิภาพัของตัวแบับัแต่ละตัวโด้ยใช้ค่าจั่าก Confusion 
matrix มาคำานวณเป็ินตัวชี�วัด้ ได้้แก่ ค่า Accuracy (เปิอร์ิเซ็ึ่น
ความแม่นยำาของริะบับัทั�งหมด้) ค่า Precision (เปิอร์ิเซ็ึ่นความ
แม่นยำาที�สนใจั่แค่ในส่วนที�ทำานาย) ค่า Recall (เปิอร์ิเซ็ึ่นความ
แม่นยำาที�สนใจั่แค่ในส่วนของความเป็ินจั่ริิง) และค่า F1-Score 
(ค่าเฉลี�ยของ Precision และ Recall) สำาหรัิบัทุกคลาส
  3.5.2 การิคัด้เล่อกคุณลักษณะที�สำาคัญ (feature impor-
tance) เปิน็กลุ่มของเทคนคิที�ใช้ในการิคำานวณหาคะแนนความ
สำาคัญของคุณลักษณะ โด้ยหากคุณลักษณะใด้มีความสำาคัญต่อ
การิพัยากริณ์ผลลัพัธ์มากก็จั่ะได้้คะแนนความสำาคัญนี�มากไปิด้้วย
 ในกริะบัวนการินี� ผ้้วิจัั่ยมีจุั่ด้ปิริะสงค์ค่อการินำาตัวแบับัที�ได้้ (
จั่ากหัวข้อ 3.4) มาคัด้กริองอีกครัิ�ง เพ่ั�อให้แน่ใจั่ว่าคุณลักษณะ
ที�ตัวแบับัใช้ในการิทำานายผลลัพัธ์ค่อคุณลักษณะที�มีความเด่้น
อย่างแท้จั่ริิง โด้ยในงานวิจัั่ยนี�จั่ะเปิ็นการิใช้คำาสั�ง “model.
feature_importances_” ของตัวแบับั XG-Boosting (หร่ิอ
ตัวแบับัอ่�น ๆ ที�มีคุณสมบััติการิคัด้เล่อกคุณลักษณะที�สำาคัญให้
ใช้งาน) ซึึ่�งมีริายละเอียด้การิพิัจั่าริณาคัด้เล่อกตามลำาดั้บัต่อไปิ
นี�
      1) เรีิยงลำาดั้บัคะแนนความสำาคัญของแต่ละคุณลักษณะ
ตั�งแต่น้อยที�สุด้ลงหามากที�สุด้ ขั�นนี�อ้างอิงจั่ากเทคนิค Recursive 

Feature Elimination (RFE) ของ Guyon และคณะ [8]
      2) นำาทุกคะแนนความสำาคัญที�ได้้จั่ากข้อ 1 มาสร้ิางเป็ิน
เกณฑิ์ (Threshold) เพั่�อเล่อกทุกคุณลักษณะที�มีคะแนนเกิน
เกณฑ์ิให้ตัวแบับันำาไปิใช้ในการิฝึ่กฝ่น ทำานาย และแสด้งผล
ค่าความแม่นยำา ขั�นนี�อ้างอิงจั่ากเทคนิค Recursive Feature 
Elimination (RFE) ของ Guyon และคณะ [8]
      3) ทำาซึ่ำ�าข้อ 2 จั่นกว่าจั่ะคริบัทุกคุณลักษณะ ขั�นนี�อ้างอิง
จั่ากเทคนิค Recursive Feature Elimination (RFE) ของ 
Guyon และคณะ [8]
      4) วิเคริาะห์และตัด้สินใจั่เล่อกคุณลักษณะเพีัยงบัางตัว
ออกมาใช้ โด้ยผ้้วิจัั่ยเล่อกจั่ากค่าความแม่นยำาที�เพิั�มขึ�นหร่ิอลด้
ลงแค่เพีัยงเล็กน้อยในช่วงที�ยอมรัิบัได้้ เน่�องจั่ากหากทด้ลองลด้
จั่ำานวนคุณลักษณะลงเร่ิ�อย ๆ แล้วพับัว่าทำาให้ค่าความแม่นยำา
ลด้ลงมากอย่างเห็นได้้ชัด้ เป็ินการิแสด้งให้เห็นว่าคุณลักษณะ
นั�นมีความสำาคัญส้งไม่ควริเอาออก
      5) เม่�อเล่อกค่าความแม่นยำาที�ยอมรัิบัได้้แล้ว ให้ด้้ว่า ณ 
ค่าความแมน่ยำาที�เล่อกนั�นเกิด้จั่ากการิใช้คุณลักษณะที�มีคะแนน
ความสำาคัญเท่าไริมาเป็ินเกณฑ์ิ แล้วจึั่งค่อยคัด้เล่อกคุณลักษณะ
ทั�งหมด้ที�มีคะแนนความสำาคัญมากกวา่เกณฑิดั์้งกล่าวนั�นเข้าไปิ
ใช้งานและฝึ่กฝ่นในตัวแบับัอ่�น ๆ ต่อไปิ
  3.5.3 ภายหลังการิคัด้เล่อกคุณลักษณะสำาคัญ ผ้้วิจัั่ย
ทำาการิปิริะเมินตัวแบับัตามตัวชี�วัด้ในขั�น 3.5.1 ซึ่ำ�าอีกครัิ�ง เพ่ั�อ
เปิริยีบัเทยีบัใหแ้น่ใจั่ว่าภายหลงักริะบัวนการิคดั้เล่อกคณุลักษณะ
สำาคัญ ตัวแบับัที�ได้้จั่ะมีความเปิลี�ยนแปิลงไปิในทิศทางที�(ผลลัพัธ์)
ดี้ขึ�นจั่ริิง 

4. ผลกุารวิจัำย่
 ตาริางที� 1 แสด้งผลลัพัธ์ความแม่นยำาของตัวแบับัที�สร้ิางด้้วย
การิเรีิยนร้้ิของเคร่ิ�องจัั่กริ 6 แบับัและด้้วยการิสกัด้คุณลักษณะ 
2 แบับั จั่ากผลการิทด้ลองพับัว่าการิสกัด้คุณลักษณะแบับั TF-
IDF ได้้ค่า F1-Score ส้งกว่าการิสกัด้คุณลักษณะแบับั Count 
vectorization กล่าวค่อการิใช้ TF-IDF เพั่�อคัด้เล่อกคำาจั่าก
ข้อความในชุด้ข้อม้ลนั�นสามาริถช่วยเพิั�มปิริะสิทธิภาพัในการิ
ทำานายชนิด้ของตั�วงานได้้มากกว่า Count vectorization นั�นเอง 
ทั�งนี�เหตุที�ผ้้วิจัั่ยเล่อกพิัจั่าริณาค่า F1-Score เพัริาะค่านี�เป็ินดั้ชนี
วัด้ผลที�ดี้มากกว่า Accuracy ในกริณีที�ต้องการิเน้นวัด้ผลความ
แม่นยำาสำาหรัิบัคลาสบัวก (positive class) โด้ยเฉพัาะ ทั�งนี�ผ้้
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ตารางที� 1  ผลลัพัธ์ค่าความแม่นยำาของตัวแบับัทั�งหมด้ 6 ตัวแบับับันการิสกัด้คุณลักษณะทั�ง 2 แบับั

5. สิรุปผลงานวิจัำย่ 
 จั่ากผลการิทด้ลองทั�งหมด้ในข้างต้น สรุิปิผลได้้ว่าผ้้วิจัั่ยได้้
ทำาการิคัด้เล่อกตัวแบับัที�ให้ผลลัพัธ์ความแม่นยำาส้งสุด้ ซึึ่�งก็ค่อ
ตัวแบับั XG-Boosting บันการิสกัด้คุณลักษณะแบับั TF-IDF มา

ปิริะยุกต์ใช้กับัตั�วงานชุด้อ่�นจั่ำานวนกว่า 300 ตั�วงานนอกเหน่อ
จั่ากตั�วงานชุด้ที�ใช้ทด้ลองกับัตัวแบับั โด้ยผ้้วิจัั่ยนำาแบับัจั่ำาลองที�
พััฒนาขึ�นมาทำานายปิริะเภทของตั�วงานแต่ละตั�ว แล้วนำาผลการิ
ทำานายส่งต่อให้กับัทีมงานฝ่่ายสนับัสนุนเทคโนโลยีสาริสนเทศ

ตารางที� 2  ผลลัพัธ์ค่าความแม่นยำาของตัวแบับัเม่�อนำาไปิทด้ลองใช้งานกับัตั�วงานชุด้อ่�น

วิจัั่ยพับัว่าการิใช้หร่ิอไม่ใช้เทคนิค PCA ให้ผลลัพัธ์ที�ไม่ต่างกัน
มากนัก ยกเว้นตัวแบับั Multiple Naïve Bayes ที�ให้ผลลัพัธ์ไม่
แม่นยำาเม่�อใช้เทคนิค PCA ดั้งนั�นผ้้วิจัั่ยจึั่งตัด้สินใจั่ไม่ใช้เทคนิค
 PCA สำาหรัิบัตัวแบับั Multiple Naïve Bayes เพีัยงตัวแบับั
เดี้ยว อย่างไริก็ตามในงานนี�ผ้้วิจัั่ยไม่ได้้เตรีิยมข้อม้ลอินพุัตให้มี
ลักษณะ center (zero-mean) และมีค่า variance ของทุก
 dimensions ใกล้เคียงกันแต่อย่างใด้ หากทำาการิทด้ลองเพิั�ม
เติมและเตรีิยมอินพุัตให้อย้่ในลักษณะดั้งกล่าวอาจั่ให้ผลลัพัธ์
จั่าก PCA ที�แตกต่างออกไปิได้้ 
 นอกจั่ากนี�ผลการิทด้ลองในตาริางที� 1 ยังแสด้งให้เห็นด้้วย

ว่าการิทำานายด้้วยตัวแบับัที�ใช้เทคนิค Ensemble ให้ผลลัพัธ์
ความแม่นยำาส้งกว่าตัวแบับัชนิด้พ่ั�นฐานที�มีโด้ด้ ๆ  เพัยีงตัวเดี้ยว
 โด้ยเฉพัาะตัวแบับั XG-Boosting ที�ให้ผลลัพัธ์ค่า F1-Score 
ส้งถึง 90.88% ริองลงมาค่อตัวแบับั Stacking Model with 
Bagging ให้ผลลัพัธ์ค่า F1-Score 87.62% แต่ในทางตริงกัน
ข้าม ตัวแบับัที�ใช้เทคนิค Ensemble ก็จั่ำาเป็ินต้องใช้เวลาในการิ
สอนและการิทำานายค่อนข้างนานกว่า เน่�องจั่ากมีความซัึ่บัซ้ึ่อน
ในการิคำานวณมากกว่า อย่างไริก็ตามผ้้วิจัั่ยเห็นว่าริะยะเวลาที�
ใช้ในการิสอนและการิทำานายตัวแบับัยังคงอย่้ในขอบัเขตเวลา
ที�ยอมรัิบัได้้และไม่มากเกินกว่าที�เป้ิาหมายคาด้หวังไว้
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 จั่ากผลลัพัธ์ค่าความแม่นยำาในตาริางที� 2 จั่ะเห็นว่าเม่�อนำา
ตัวแบับั XG-Boosting บันการิสกัด้คุณลักษณะแบับั TF-IDF มา
ปิริะยกุต์ใช้กับัตั�วงานชุด้อ่�นแล้ว ค่าความแม่นยำาจั่ะลด้ลงเลก็น้อย
 และ ค่า Precision ของคลาส Internet จั่ะตำ�าที�สุด้เน่�องจั่ากมี
การิทำานายคลาส Network ผิด้มาเป็ินคลาส Internet อย่้จั่ำานวน
หนึ�ง ซึึ่�งผ้้วิจัั่ยคาด้ว่าเกิด้จั่ากข้อม้ลตั�วงานมีคำาสำาคัญหลายคำา
ที�ปิริากฎิซึ่ำ�ากันอย้ใ่นคลาส Network และคลาส Internet แต่
แม้การิปิริะยุกต์ใช้งานจั่ะให้ค่าความแม่นยำาลด้ลงเล็กน้อย ใน
แง่ของปิริะสิทธิภาพัในการิจั่ำาแนกตั�วงานนั�นยังคงอย้่ในเกณฑ์ิ
ที�ยอมรัิบัได้้ อีกทั�งตัวแบับัที�พััฒนาขึ�นนี�ยังมีปิริะโยชน์ในเชิง
ปิริะจัั่กษ์อีก 2 ปิริะการิ ได้้แก่
  1) เพิั�มริะดั้บัความพังึพัอใจั่ของผ้ใ้ช้บัริิการิในปิริะเด้น็การิ
ตริงต่อเวลาและปิริะเด็้นความริวด้เร็ิวในการิให้บัริิการิ จั่ากเดิ้ม
ที�คะแนนความพึังพัอใจั่เฉลี�ยอย้ที่� 4.47 และ 4.53 ตามลำาดั้บั ก็
เพิั�มขึ�นมาเป็ิน 4.90 และ 4.80 คิด้เป็ินความพึังพัอใจั่ที�เพิั�มขึ�น 
8.17% และ 7.38% ตามลำาดั้บั โด้ยริะดั้บัความพึังพัอใจั่นี�เกิด้
จั่ากการิที�ผ้้วิจัั่ยนำาตัวแบับัของงานวิจัั่ยนี�มาทด้ลองทำานายกับั
ข้อม้ลตั�วงานชุด้ Validate set แล้วนำาผลลัพัธ์การิทำานายนี�ไปิ
สุ่มสอบัถามจั่ากผ้้ใช้บัริิการิจั่ำานวน 30 คน พัร้ิอมกับัให้คะแนน
ความพัึงพัอใจั่ในด้้านความแม่นยำาและริะยะเวลาที�ใช้ของการิ
ทำานายครัิ�งนี�
  2) ลด้ริะยะเวลาที�ใช้ในกริะบัวนการิจั่ำาแนกตั�วงานลง 
จั่ากเดิ้มที� 52% ของตั�วงานทั�งหมด้ใช้เวลามากกว่า 1 วันในการิ
จั่ำาแนก เหล่อเพีัยงใช้เวลาน้อยกว่า 1 วันสำาหรัิบัจั่ำาแนกตั�วงาน
ทั�งหมด้ โด้ยจั่ากการิจัั่บัเวลาที�ตัวแบับัใช้ในการิจั่ำาแนกตั�วงาน
จั่ำานวน 300 ริายการิ พับัว่าใช้เวลา 6 นาที (5 นาที 52 วินาที) 
คิด้เป็ินเวลาปิริะมวลผลเฉลี�ยตั�วงานละ 1.2 วินาที
  ทั�งนี�การินำาไปิปิริะยุกต์ใช้จั่ะเป็ินลักษณะของการิใช้ตัว
แบับัที�ได้้จั่ากการิทด้ลองมาทำานายชุด้ข้อม้ลจั่ำานวนหนึ�งในช่วง
ริะยะเวลาหนึ�งกับักลุ่มตัวอย่างตามที�กำาหนด้ เพ่ั�อทด้สอบัผลลัพัธ์
ตามสมมติฐานที�ตั�งไว้ มิได้้มีการินำาไปิสร้ิางเว็บัไซึ่ต์หร่ิอซึ่อฟต์แวร์ิ 
แล้ว Deploy ขึ�น Production ของบัริิษัทอย่างเป็ินทางการิ
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