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งานวจัิยนีม้จุีดประสงคเ์พือ่สรา้งตวัแบบการเรยีนร้เ้ชิงิลกึสำาหรบัใชิจ้ำาแนกหมวดหม้�
ของสินค้าบนระบบอีคอมเมิร์ซจากภาพถ�ายของสินค้าด้วยเทคนิคต�าง ๆ  อีกทั้งเพื่อ
เปรยีบเทยีบประสทิธภิาพและหาตวัแบบทีด่ทีีส่ดุ โดยทดลองวจิยัจากขอ้มล้รป้ภาพ
ของระบบอีคอมเมิร์ซ Shopee จำานวน 38 หมวดหม้� รวม 106,309 ร้ป ซึ่งเป็นร้ป
สินค้าที่ใชิ้งานจริงและมีความซับซ้อนส้งในเชิิงของการวิเคราะห์ข้อม้ลจากร้ปภาพ 
ทดลองใชิ้ตัวแบบทั้งหมด 6 ตัวแบบ และใชิ้ Loss Function ที่แตกต�างกัน 2 แบบ 
พบว�า ตวัแบบ EfficientNetB5 เปน็ตวัแบบทีด่ทีีส่ดุเมือ่พิจารณาจากค�า Accuracy 
จากขนาดของตวัแบบ และจากเวลาทีใ่ชิใ้นการจำาแนกภาพ โดยมคี�า Accuracy เมือ่
ทดสอบกับชิุดข้อม้ลทดสอบ 84% ค�า Accuracy เมื่อทดสอบกับชิุดข้อม้ลทดสอบ
เพิ่มเติม 92% ใชิ้เวลาในการจำาแนก 0.068 วินาทีต�อร้ป และมีขนาดของตัวแบบ
เป็น 141.9 MB เมื่อนำาตัวแบบดังกล�าวไปทดสอบประสิทธิภาพในการจำาแนกภาพ
เปรียบเทียบกับแอปพลิเคชิัน Shopee พบว�าตัวแบบ EfficientNetB5 สามารถ
จำาแนกได้แม�นยำามากกว�าถึง 31.5% และเมื่อเปรียบเทียบกับการจำาแนกภาพโดย
ผ้้เข้าร�วมการทดลองจำานวน 4 รายก็พบว�าแม้ตัวแบบของผ้้วิจัยจะมีความแม�นยำา
น้อยกว�าผ้้เข้าร�วมการทดลอง 7.16% แต�สามารถจำาแนกประเภทของภาพได้เร็ว
กว�าผ้้เข้าร�วมการทดลอง ถึงประมาณ 25.5 เท�า
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A b s t r a c tA r t i c l e  I n f o

This research aimed to create a deep learning model to classify 
categories of products that are being sold on an e-commerce platform 
by analyzing images of the products. Different techniques were 
comparatively assessed and their efficiencies were compared to arrive 
at the best model. The public image dataset of the Shopee e-commerce 
system, consisting of 38 product categories, with a total of 106,309 
images, was used. As these images belong to actual product images in 
the Shopee e-commerce system, they are highly complex in terms of 
computer vision and image analytics. Six models were tested along 
with 2 different loss functions. The results revealed that EfficientNetB5 
was the best modelin terms of accuracy, considering the size of the 
model and the time used in classifying the images; the accuracy on 
the test set was noted to be 84% while the value was 92% on the 
additional test set. The inference time used was 0.068 seconds per 
image with the model size of 141.9 MB. When the model was tested 
for the task of image classification in comparison with the actual Shopee 
application, the EfficientNetB5 model was 31.5% more accurate. When 
compared to four human participants, although our model was 7.16% 
less accurate, the model was 25.5 times faster in classifying each image.
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1. บทนำ� 
   อคีอมเมริซ์เป็นการผสมผสานกนัของเทคโนโลยอีนิเทอรเ์น็ต
และการแลกเปลีย่นซือ้ขายสนิคา้ทีผ้้่ใชิง้านสามารถซือ้ขายสนิคา้
ไดท้กุทีท่กุเวลาผ�านแอปพลเิคชินัหรอืเวบ็ไซต ์ตลาดอคีอมเมริซ์
มีสินค้าให้เลือกหลากหลาย อีกทั้งผ้้ซื้อสามารถเปรียบเทียบ
ราคาจากแหล�งต�างๆ ได้ง�าย ทำาให้ปัจจุบันการซื้อขายสินค้า
ผ�านระบบอคีอมเมริซ์ไดร้บัความนยิมมากขึน้ จากรายงานผล
การสำารวจม้ลค�าพาณิชิย์อิเล็กทรอนิกส์ประเทศไทย ปี 2562 
[1] เฉพาะในประเทศไทย ใน พ.ศ. 2561 ธุรกิจอีคอมเมิร์ซมี
ม้ลค�าส้งถึง 3,767,045.45 ล้านบาท และใน พ.ศ.2562 มี
ม้ลค�าเพิ่มขึ้นเป็น 4,027,277.83 ล้านบาท หรือคิดเป็นอัตรา
การเติบโต 6.91%
   สถานการณ์การแพร�ระบาดของโรคโควิด19 เป็นปัจจัย
สำาคัญปัจจัยหนึ่งที่ทำาให้การซ้ือขายผ�านระบบอีคอมเมิร์ซได้
รับความนิยมมากขึ้นทั่วโลก จากรายงานของ The Future 
Shopper report [2] พบว�าเมื่อเทียบชิ�วงเวลาปกติกับชิ�วงที่
มีการแพร�ระบาดของโรคโควดิ 19 ในประเทศไทย การซือ้ขาย
สนิคา้ผ�านระบบอคีอมเมริซ์และระบบออนไลนใ์นชิ�วงทีม่กีาร
แพร�ระบาดของโรคโควดิ19 มีอตัราการเตบิโตส้งข้ึนเฉลีย่ 11% 
และทั่วโลกมีอัตราการเติบโตส้งขึ้นเฉลี่ย 6% นอกจากนี้การ
สำารวจยงัพบว�า 92% ของผ้้บรโิภคชิาวไทยทีต่อบแบบสอบถาม
จะยังคงซื้อสินค้าบนระบบอีคอมเมิร์ซและระบบออนไลน์ต�อ
ไปหลังสิ้นสุดการระบาดของโรคโควิด 19
   ดว้ยอตัราการเตบิโตทีส่ง้อย�างต�อเนือ่งของธรุกจิอคีอมเมริซ์ 
ส�งผลให้สินค้าที่วางขายอย้�ในระบบอีคอมเมิร์ซมีปริมาณมาก
และมปีระเภทอกีทัง้ความหลากหลายของสนิค้าสง้ โดยเฉพาะ
ในระบบอีคอมเมิร์ซแบบ C2C (Consumer-to-Consumer) 
[3] ท่ีเป็นร้ปแบบธุรกิจท่ีผ้้ใชิ้งานสามารถแลกเปลี่ยนซื้อขาย
สินค้ากันเองได้ เชิ�น Lazada, Shopee, AliExpress ในการ
น้ีการจัดหมวดหม้�หรือแบ�งแยกประเภทของสินค้าให้ถ้กต้อง
ถือเป็นกุญแจสำาคัญสำาหรับธุรกิจอีคอมเมิร์ซที่จะชิ�วยสร้าง
ประสบการณ์ที่ดีให้กับผ้้ใชิ้งาน ชิ�วยให้ผ้้ใชิ้งานสามารถค้นหา
และเข้าถึงสินค้าที่ต้องการจากสินค้าจำานวนมากบนระบบ
อีคอมเมิร์ซได้อย�างถ้กต้องและรวดเร็ว [4]
  ปจัจบุนั การตรวจสอบและแก้ไขหมวดหม้�ของสนิคา้จำานวน
มากที่ถ้กวางขายในแต�ละวันให้ถ้กต้องนั้นจะทำาโดยพนักงาน
ของบริษัทอีคอมเมิร์ซ ยิ่งมีจำานวนสินค้ามากขึ้นก็ยิ่งต้องใชิ้
จำานวนพนักงานที่มากข้ึนในการตรวจสอบและจัดหมวดหม้�

สินค้าให้ถ้กต้องซึ่งส�งผลให้บริษัทอีคอมเมิร์ซมีต้นทุนมากข้ึน 
ทำาใหป้จัจบุนับรษัิทอคีอมเมิรซ์และนักวจิยัไดเ้ริม่ศกึษาในการ
ใชิ้เทคนิคการเรียนร้้เชิิงลึก (Deep learning) มาชิ�วยจำาแนก
หมวดหม้�ของสินคา้แบบอตัโนมัติเพือ่เพิม่ประสิทธิภาพในการ
จำาแนกหมวดหม้�และชิ�วยลดต้นทุน เชิ�น Shopee, Taobao 
และ Cdiscount อย�างไรกต็ามประสทิธภิาพความแม�นยำาของ
ตัวแบบ Deep learning ที่นำามาใชิ้ยังคงเป็นเรื่องท้าทายของ
บริษัทอีคอมเมิร์ซหลาย ๆ แห�งโดยเฉพาะการจำาแนกหมวด
หม้�สินค้าจากร้ปภาพ (Image Classification)  เนื่องจากใน
ความเป็นจริงข้อม้ลร้ปภาพสินค้าบนระบบอีคอมเมิร์ซค�อน
ข้างมีปัญหาในหลายๆด้าน เชิ�น มีจำานวนหมวดหม้�ของสินค้า
ที่ค�อนข้างมาก ภาพสินค้าในแต�ละหมวดหม้�ค�อนข้างมีความ
หลากลาย มีพื้นหลังที่ซับซ้อน จำานวนร้ปภาพในแต�ละหมวด
หม้�มีไม�เท�ากัน คุณภาพของภาพสินค้าบางภาพมีคุณภาพต�ำา 
เป็นต้น
   ปัจจุบันเทคนิค Deep learning ได้รับการยอมรับและ
ถก้นำามาใชิอ้ย�างกวา้งขวางมากขึน้โดยเฉพาะในงานทีเ่ก่ียวข้อง
กบัคอมพวิเตอรว์ทิศัน ์(Computer vision) และการวเิคราะห์
ข้อม้ลจากภาพ (Image Analytics) เพื่อใชิ้ในงานด้านการ
จำาแนกประเภทของร้ปภาพ (Image classification) ซึ่งได้
ถ้กนำามาประยุกต์ใชิ้กับงานและธุรกิจหลากหลายประเภท
โดยในงานวิจัยน้ีจะพ้ดถึงการทดลองและการสร้างตัวแบบ 
Deep learning แบบต�างๆ ในการจำาแนกหมวดหม้�ของสนิคา้
แบบอัตโนมัติจากร้ปภาพสินค้าของจริงท่ีถ้กใชิ้งานบนระบบ
อีคอมเมิร์ซ เพื่อเปรียบเทียบประสิทธิภาพและหาตัวแบบที่
มีประสิทธิภาพและประสิทธิผลดีที่สุด

2. การทบทวนงานวิจัยที่เกี่ยวข้อง
   โดยทั่วไปการจำาแนกหมวดหม้�ของสินค้าสามารถใชิ้
ข้อม้ลในการจำาแนกได้หลายวิธี เชิ�น การจำาแนกด้วยคำา
บรรยายของสินค้าหรืองานของ Partalas และ Balikas [5] 
ที่เสนอการจำาแนกด้วยวิธี Text classification แต�ในงาน
วิจัยนี้ผ้้วิจัยจะพ้ดถึงเฉพาะเทคนิคการจัดหมวดหม้�สินค้า
จากภาพเท�านั้น Oyewole และ Olugbara [6] ได้เสนอ
วิธีจำาแนกหมวดหม้�สินค้าจากภาพ (Image classification) 
ด้วยเทคนิค Traditional machine learning โดยใชิ้ Eigen 
Color ของภาพในการทำา Feature extraction ร�วมกับตัว
แบบ Support vector machine (SVM) และ Multilayer 
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Perceptron (MLP) - Artificial neural network (ANN) 
ซึง่ใหป้ระสทิธภิาพส้งสดุท่ี Accuracy 87.20% ขอ้สงัเกตของ
งานวจิยันีค้อืใชิช้ิดุขอ้มล้ร้ปสนิคา้ส�วนใหญ�ทีม่ภีาพพืน้หลงัเปน็
สขีาวหรือสเีรยีบๆ กล�าวคอืหากทำา Feature extraction โดย
ใชิ ้Eigen Color กับร้ปภาพสนิค้าทีม่พีืน้หลงัทีค่�อนข้างหลาก
หลายอาจส�งผลให้ตัวแบบมีประสิทธิภาพลดลงได้ ปัจจุบัน
งานวจิยัส�วนใหญ�ทีเ่กีย่วขอ้งกบัการจำาแนกหมวดหม้�ของภาพ 
(Image classification) มกัจะใชิเ้ทคนคิ Transfer Learning 
บนพืน้ฐานของ Convolutional neural network (CNN) ที่
ผ�านการทำา Pre-training บนฐานข้อม้ล ImageNet ซึ่งเป็น
ส�วนหนึ่งของการแข�งขัน ImageNet Large Scale Visual 
Recognition Challenge [7] เชิ�น VGG19 [8] ResNet 
[9] EfficientNet [10] เนื่องจากการใชิ้ตัวแบบ Transfer 
Learning ชิ�วยลดเวลาและทรัพยากรในการ Training ลงได้ 
โดยที่ผ�านมา Kumar และคณะ [7] ได้ทดลองจำาแนกหมวด
หม้�ของสินค้าจากร้ปภาพบนระบบอีคอมเมิร์ซโดยใชิ้ตัวแบบ 
Transfer learning 3 ตัวแบบเพื่อเปรียบเทียบประสิทธิภาพ
ซึ่งประกอบไปด้วย VGG19, Inception V3 และ ResNet50 
พบว�า VGG19 ให้ผลท่ีแม�นยำาท่ีสุด Accuracy 88% ซ่ึง
คล้ายกับงานวิจัยของ Li และคณะ [11] ที่ใชิ้ตัวแบบ Trans-
fer learning VGG19 และ Inception V3 ในการทดลอง
จำาแนกหมวดหม้�ของสินค้าจากร้ปภาพบนระบบอีคอมเมิร์ซ
ซึ่งผลประสิทธิภาพของท้ังสองตัวแบบออกมาใกล้เคียงกันที่  
Accuracy 80% นอกจากนี้ยังมีงานวิจัยของ Herdian และ
คณะ [4] ที่ได้ทดลองใชิ้ตัวแบบ Transfer learning อีก 5 ตัว
แบบ ได้แก� MobileNetV1, MoblieNetV2, NASNetMobile, 
NASNetLarge และ DensNet121 ซึง่จากผลการทดลองพบ
ว�า NASNetLarge มปีระสทิธภิาพในการจำาแนกหมวดหม้�ของ
ภาพสินค้าได้ดีที่สุดที่ Accuracy 84%
   งานวจิยัทัง้สามงานข้างตน้เนน้ไปทางดา้นการทดลองและ
เปรยีบเทยีบประสทิธภิาพในการจำาแนกสนิค้าจากรป้ภาพบน
ระบบอคีอมเมริซ์ของตัวแบบ Transfer learning แบบต�าง ๆ  
แต�จดุสังเกตของท้ังสามงานคอืการใชิข้อ้มล้รป้ภาพสนิคา้ทีไ่ม�
ซบัซอ้นโดยเฉพาะภาพพืน้หลงัส�วนมากจะเป็นสขีาว คณุภาพ
ของร้ปสินค้าค�อนข้างดี และทำาการทดลองเฉพาะสินค้าใน
หมวดหม้�เครือ่งแต�งกายและเคร่ืองประดบัเท�านัน้ ซ่ึงแตกต�าง
จากงานวิจัยนีท้ีใ่ชิข้้อมล้รป้ภาพสนิคา้จาก Shopee ทีม่คีวาม
ซบัซอ้นและความหลากหลายของภาพ มพีืน้หลงัท่ีหลากหลาย

ซ่ึงอาจจะส�งผลต�อประสิทธิภาพของตัวแบบในการจำาแนก
หมวดหม้�โดยเฉพาะร้ปที่มีสัดส�วนของพื้นหลังค�อนข้างเยอะ 
[12] คุณภาพของร้ปภาพสินค้าบางภาพมีคุณภาพต�ำาซึ่งอาจ
ส�งผลใหก้บัประสทิธิภาพของตัวแบบดว้ยเชิ�นกัน [13] อกีทัง้มี
หมวดหม้�ของสนิคา้ทีห่ลากหลายไม�ใชิ�แค�หมวดหม้�เครือ่งแต�ง
กายและเครือ่งประดับ เชิ�น เจลแอลกอฮอล ์หนา้กากอนามัย 
หม้อหุงข้าว ขวดนมเด็ก ขนม เป็นต้น

3. วิธีดำ�เนินก�รวิจัย
3.1 ก�รรวบรวมและเตรียมข้อมูล
ในการวจิยันีจ้ะแบ�งขอ้มล้ออกเปน็ 2 ชิดุ ไดแ้ก� 1) ขอ้มล้

ทีใ่ชิส้ำาหรบัการสรา้งตวัแบบเพือ่ใชิส้ำาหรบัการจำาแนกหมวดหม้�
ของสนิคา้ ซึง่มคีวามหลากหลายของร้ปภาพในแต�ละหมวดหม้� 
ความละเอยีดของร้ปภาพ และ 2) ข้อม้ลท่ีใชิส้ำาหรบัการทดสอบ
ร�วมกบัแอปพลเิคชัิน Shopee เพือ่เปรยีบเทยีบประสิทธภิาพ
ระหว�างตัวแบบทีไ่ด้จากงานวิจยันีแ้ละแอปพลเิคชินั Shopee

 3.1.1 ข้อมูลที่ใช้สำ�หรับก�รสร้�งโมเดล 
 ใช้รปูภาพสนิคา้ทีเ่ป็นภาพน่ิงจากขอ้มูลสาธารณะของ

บรษิทั Shopee ซึง่เปน็หนึง่ในหัวขอ้ของการแขง่ขนั Shopee 
Code League 2020 Data Science (www.kaggle.com/c/
shopee-product-detection-open/data) กำาหนดหมวด
หมู่ของสินค้าในการจำาแนกทั้งหมด 35 หมวดหมู่ โดยอ้างอิง
จำานวนหมวดหมู่จากแหล่งที่มาของข้อมูล Shopee Code 
League 2020 ซ่ึงประกอบไปด้วยจำานวนหมวดหมู่ตั้งต้น
ทั้งหมด 42 หมวดหมู่ แต่จากการสำารวจข้อมูลเบื้องต้นผู้วิจัย
พบวา่มีบางหมวดหมู่ทีข่อ้มลูมีปญัหาไม่เหมาะในการนำามาใช้
 เช่น บางหมวดหมู่มีรูปที่ผิดจำานวนมาก บางหมวดหมู่มีความ
คล้ายกันมากโดยเฉพาะหมวดหมู่ที่เกี่ยวข้องกับเสื้อผ้าผู้หญิง 
ทำาให้ต้องมีการตัดและยุบรวมบางหมวดหมู่ ทำาให้ได้ออกมา
เป็น 35 หมวดหมู่สำาหรับใช้ในงานวิจัยนี้

นอกจากนี้ ผ้้วิจัยยังทำาการเพิ่มเติมข้อม้ลภาพสินค้าใน
หมวดหม้�กางเกงจากแอปพลิเคชิัน Shopee อีก 3 หมวดหม้�
รวมเป็น 38 หมวดหม้� เนื่องจากชิุดข้อม้ลเดิมจาก Shopee 
Code League 2020 แบ�งข้อมล้รป้ภาพหมวดหม้�กางเกงออก
เป็น 2 หมวดหม้� ได้แก� กางเกงผ้้ชิายและกางเกงผ้้หญิง ซึ่งไม�
สอดคลอ้งกับการแบ�งหมวดหม้�บน แอปพลเิคชัิน Shopee บน
โทรศัพท์มือถือที่มีการใชิ้งานจริงซึ่งแบ�งหมวดหม้�ของกางเกง
ตามประเภท เชิ�น กางเกงยนีส ์กางเกงขายาว และกางเกงขาสัน้ 
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ทำาให้การทดสอบเปรยีบเทยีบประสทิธภิาพระหว�างตวัแบบใน
งานวจิยันีแ้ละแอปพลเิคชินั Shopee อาจทำาไดย้าก ดว้ยเหตุ
ที่กล�าวไปข้างต้นผ้้วิจัยจึงเลือกแบ�งหมวดหม้�ของกางเกงออก
เปน็ 3 หมวดหม้� ไดแ้ก� กางเกงยนีส ์กางเกงขายาวและกางเกง
ขาสั้นแทนที่จะเป็นหมวดหม้�กางเกงผ้้ชิายและกางเกงผ้้หญิง 

แต�เมือ่แบ�งหมวดหม้�กางเกงออกมาเปน็ 3 หมวดหม้�แลว้ก็
เกดิปัญหาว�าจำานวนขอ้ม้ลในแต�ละหมวดหม้�เหลอืนอ้ยลงมาก 
และไม�เพียงพอต�อการนำาไปใชิ้งาน ผ้้วิจัยจึงจำาเป็นต้องหาชิุด
ข้อม้ลร้ปภาพของสินค้าเพ่ิมเติมจากแอปพลิเคชิัน Shopee 
ทำาให้รวมทั้งสิ้นมีจำานวนร้ปภาพสินค้าทั้งหมด 106,309 ร้ป

โดยผ้้วิจัยแบ�งชิุดข้อม้ลภาพถ�ายออกเป็น 3 ชิุดด้วยวิธีการ
สุ�ม ทำาให้ได้ชิุดข้อม้ลสำาหรับฝึกสอนตัวแบบ (Training set) 
จำานวน 75,307 รป้ หรอืประมาณ 70% ของขอ้มล้ชิดุรป้ภาพ
ทั้งหมด ชิุดข้อม้ลสำาหรับประเมิน (Validation set) จำานวน 
16,140 ร้ป หรือประมาณ 15% ของข้อม้ลชิุดร้ปภาพทั้งหมด 
และชิุดข้อม้ลสำาหรับทดสอบ (Test set) จำานวน 14,892 ร้ป 
หรือประมาณ 15% ของข้อม้ลชิุดร้ปภาพทั้งหมด ร้ปที่ 1 ถึง 
3 แสดงตัวอย�างร้ปภาพสินค้าในแต�ละหมวดหม้�และจำานวน
ของร้ปภาพในแต�ละชิุดข้อม้ล 

รูปท่ี 1 ภาพตัวอย�างของร้ปภาพสินค้าจากข้อม้ลสาธารณะของ Shopee

รูปท่ี 2 กราฟแสดงจำานวนร้ปภาพสินค้าในแต�ละหมวดหม้� (กราฟท่ี 1)
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จากรป้ที ่2 และ 3 จะเหน็ว�ามขีอ้ม้ลบางหมวดหม้�ทีจ่ำานวน
ขอ้ม้ลมปีรมิาณค�อนข้างนอ้ยกว�าหมวดหม้�อืน่ ๆ  (Imbalanced 
data) ซึ่งอาจส�งผลต�อความแม�นยำาในการสร้างตัวแบบ เพื่อ
แก้ปัญหานี้ผ้้วิจัยจึงเพิ่มการทำา Data Augmentation ด้วย
คำาสั่ง Preprocessing ImageDataGenerator ในไลบรารี 
Keras (กำาหนดค�าพารามิเตอร์ zoom range = 0.5-1.3, 
rotation range = 45, width shift = 0.5, height shift = 
0.5, brightness range = 0.7-1.5, horizontal flip = true, 
vertical flip = true, shear range = 0.5) สำาหรับชิุดข้อม้ล
สำาหรบัเรยีนร้้ (Training set) เพือ่เพิม่จำานวนร้ปภาพให้แต�ละ
หมวดหม้�ให้มีจำานวนพอๆกัน อีกทั้งการทำา Data Augmen-
tation ยังทำาให้ร้ปภาพมีความหลากหลายมากขึ้นชิ�วยให้ตัว
แบบสามารถนำาไปใชิ้งานจริงได้ดี (Generalization) และลด
ปญัหาการเกดิ Overfitting โดยเมือ่เสรจ็สิน้กระบวนการ Data 
Augmentation แลว้จะได้จำานวนร้ปภาพทัง้หมด 38 หมวดหม้� 
รวมท้ังส้ินจำานวน 128,736 รป้ แบ�งชิดุขอ้มล้ภาพถ�ายออกเปน็ 
3 ชิดุดว้ยวธิกีารสุ�มซึง่ประกอบไปดว้ย ชิดุขอ้มล้สำาหรบัฝกึสอน
ตัวแบบจำานวน 92,682 ร้ป ชิุดข้อม้ลสำาหรับประเมินจำานวน 
21,246 ร้ป และชิุดข้อม้ลสำาหรับทดสอบจำานวน 14,892 ร้ป 

 3.1.2 ข้อมูลที่ใช้สำ�หรับก�รสร้�งโมเดล 
 ชุดข้อมูลทดสอบเพิ่มเติม (Additional test set) 

หมายถึง ชุดข้อมูลรูปภาพจำานวน 1,900 รูป โดยแบ่งเป็น 

50 รูป ต่อ 1 หมวดหมู่ ชุดข้อมูลนี้ผู้วิจัยรวบรวมมาจาก
อินเทอร์เน็ต โดยเลือกมาเฉพาะรูปภาพสินค้าที่ไม่มีปรากฏ
อยูใ่นแอปพลิเคชนั Shopee จุดประสงคข์องชดุขอ้มูลทดสอบ
เพิ่มเติมนี้คือเพื่อใช้ทำาการทดสอบประสิทธิภาพเชิงเปรียบ
เทียบ ระหว่างแบบจำาลองที่ผู้วิจัยพัฒนาขึ้นกับฟีเจอร์ค้นหา
ด้วยรูปภาพของแอปพลิเคชัน Shopee เอง

3.2 ก�รฝึกสอนและก�รสร้�งตัวแบบ
งานวิจัยนี้ใชิ้ตัวแบบการเรียนร้้เชิิงลึก ได้แก� VGG19, 

ResNet50, ResNet152, EfficientNetB0, EfficientNetB5 
และ EfficientNetB7 โดยทัง้หมดคอืแบบจำาลองการเรยีนร้้เชิงิ
ลึกประเภท Convolutional Neural Network ที่ถ้กฝึกสอน 
(pre-train) ด้วยชิุดข้อม้ลภาพ ImageNet มาแล้วเหตุผลใน
การเลือกตัวแบบ VGG และ ResNet เนื่องจากตัวแบบทั้ง 2 
ไดร้บัความนยิมสง้และใหป้ระสทิธภิาพทีด่ใีนงานวจัิยต�างๆ โดย
เฉพาะงานด้าน Image classification ตัวอย�างเชิ�น ในงานการ
จำาแนกหมวดหม้�สินค้าจากร้ปของKumar และคณะ [7] รวม
ถึง Li และคณะ [7] ที่มีการใชิ้ตัวแบบ VGG และ ResNet ใน
งานวจัิย ในส�วนของเหตผุลในการเลือกตวัแบบ EfficientNet 
นั้น เนื่องจากเป็นตัวแบบขนาดเล็กที่ให้ประสิทธิภาพส้ง และ
ใชิ้จำานวนพารามิเตอร์น้อย โดยอ้างอิงจากงานวิจัยของ Tan 
และ Le [10] และจากการทบทวนวรรณกรรมที่เกี่ยวข้อง ผ้้
วิจัยยังไม�พบว�ามีงานวิจัยด้านการจำาแนกหมวดหม้�สินค้าจาก

รูปท่ี 3 กราฟแสดงจำานวนร้ปภาพสินค้าในแต�ละหมวดหม้� (กราฟท่ี 2)
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ร้ปที่ใชิ้ตัวแบบ EfficientNet 
ในงานวิจัยนีผ้้วิ้จยัจะใชิเ้ทคนคิโอนถ�ายความร้ ้(Transfer 

learning) ซ่ึงเป็นการนำาโครงข�ายของตัวแบบที่ผ�านการทำา 
Pre-training มาแล้ว มาตัดส�วนที่เป็นการทำา Classification 
(fully connected layer) ของเดิมออกแล้วนำาโครงสร้าง
ใหม�เข้าไปเพิ่มแทน โดยในการเรียนร้้ฝึกฝนตัวแบบจะไม�มี
การเรียนร้้เพื่อปรับค�าน้ำาหนักของพารามิเตอร์ในส�วนของ

การทำา Feature Extraction เดิม แต�จะฝึกฝนตัวแบบเพื่อ
ปรับค�าของพารามิเตอร์เฉพาะส�วนท่ีเป็น Classification 
(fully connected layer) ที่ถ้กเพิ่มเข้าไปในโครงข�ายของ
ตัวแบบเท�าน้ันดังแสดงในร้ปที่ 4 ทั้งน้ีส�วนของกรอบสีแดง
ซึ่งเป็นส�วนต�อเติมเองของผ้้วิจัยนั้นประกอบไปด้วยลำาดับชิั้น
 GlobalAveragePooling2D, Fully connected layers, 
Dropout และ Output layers  ตามลำาดับ

รูปท่ี 4 การใช้ิเทคนิค Transfer learning 

ในงานวิจัยนี้ผ้้วิจัยทดลองใชิ้ Loss function 2 แบบ
ได้แก� Categorical cross entropy และ Focal loss [14] 
เพือ่เปรยีบเทยีบประสทิธภิาพระหว�างกนั โดยขอ้ดขีอง Focal 
loss ในสมการที่ 1 คือสามารถชิ�วยเพิ่มประสิทธิภาพให้กับ
ตวัแบบในกรณทีีจ่ำานวนของขอ้มล้ในแต�ละหมวดหม้�ไม�สมดลุ
กัน (Imbalanced dataset) นอกจากนี้งานวิจัยของ Zhao 
และคณะ [15] ยังกล�าวไว้ว�า Focal loss สามารถชิ�วยเพิ่ม
ประสิทธิภาพให้ตัวแบบในกรณีที่ตัวอย�างชิุดข้อม้ลมีความ
ซับซ้อนและจำาแนกได้ยาก โดย Focal loss จะชิ�วยให้ตัว
แบบพุ�งความสนใจไปที่ข้อม้ลที่จำาแนกได้ยากมากขึ้นและลด
ความสำาคัญของข้อม้ลที่ตัวแบบจำาแนกได้ถ้กต้องด้วยความ
มั่นใจส้งอย้�แล้วลง

เมื่อ     
 
คือ ค�าความน�าจะเป็น (Probability) ของ 

ground truth class หรือเป็นค�าความมั่นใจของการทำานาย

 
รปูที� � การใชเ้ทคนิค Transfer learning  

ในงานวจิยันี�ผูว้จิยัทดลองใช้ Loss function 2 แบบ ได้แก่ Categorical cross entropy และ Focal 
loss [14] เพื�อเปรยีบเทยีบประสทิธภิาพระหวา่งกนั โดยขอ้ดขีอง Focal loss ในสมการที� 1 คอืสามารถชว่ย
เพิ�มประสทิธิภาพให้กบัตวัแบบในกรณีที�จํานวนของข้อมูลในแต่ละหมวดหมู่ไม่สมดุลกนั (Imbalanced 
dataset) นอกจากนี� งานวิจัยของ  Zhao และคณะ  [15] ยังกล่าวไว้ว่า Focal loss สามารถช่วยเพิ�ม
ประสทิธภิาพใหต้วัแบบในกรณีที�ตวัอย่างชุดขอ้มูลมคีวามซบัซ้อนและจําแนกได้ยาก  โดย Focal loss จะ
ช่วยให้ตวัแบบพุ่งความสนใจไปที�ข้อมูลที�จําแนกได้ยากมากขึ�นและลดความสําคญัของขอ้มูลที�ตวัแบบ
จาํแนกไดถู้กตอ้งดว้ยความมั �นใจสงูอยูแ่ลว้ลง  

    (1) 

เมื�อ  คือ ค่าความน่าจะเป็น (Probability) ของ ground truth class หรือเป็นค่าความมั �นใจของการ
ทํานายผลลัพธ์ และ  คือ ค่านํ�าหนักที�ผู้วิจัยต้องกําหนดสําหรับควบคุมเรื�อง Imbalanced dataset 
โดยทั �วไปจะถูกกาํหนดคา่อยูท่ี� 0.25 และ  คอื คา่ที�ผูว้จิยัตอ้งกาํหนดวา่จะใหค้า่ loss มากน้อยเพยีงใดเมื�อ
เทียบกับค่าความมั �นใจของการทํานายผลลัพธ์ (Probability ของ ground truth class) โดยทั �วไปจะถูก
กาํหนดคา่เทา่กบั 2 

โดยตวัแบบแต่ละตวัที�ทดลองจะมจีํานวนพารามเิตอรอ์า้งองิตามตารางที� 1 และมกีารกําหนดขนาด 
Batch size = 32 ขนาดของ Input Image = (300,300) ใช้ Optimizer คือ Adam กําหนด Learning rate 
สําหรบัตวัแบบ VGG19, ResNet50 และ ResNet152 ที�ค่า 0.001 และ สําหรบัตวัแบบ EfficientNet ที�ค่า 
0.0001 โดยทุกตวัแบบจะถูกฝึกสอนผ่านเครื�องมอื Python เวอรช์นั 3.7 บน Google colab pro+ ใช ้GPU 
Tesla V100-SXM2-16GB และใช ้Library TensorFlow Keras เวอรช์นั 2.7.0 

 

(1)

ผลลัพธ์ และ    คือ ค�าน�หนักที่ผ้้วิจัยต้องกำาหนดสำาหรับ
ควบคุมเรื่อง Imbalanced dataset โดยทั่วไปจะถ้กกำาหนด
ค�าอย้�ที่ 0.25 และ     คือ ค�าที่ผ้้วิจัยต้องกำาหนดว�าจะให้ค�า 
loss มากนอ้ยเพยีงใดเมือ่เทยีบกบัค�าความมัน่ใจของการทำานาย
ผลลัพธ์ (Probability ของ ground truth class) โดยทั่วไป
จะถ้กกำาหนดค�าเท�ากับ 2

โดยตัวแบบแต�ละตัวที่ทดลองจะมีจำานวนพารามิเตอร์
อ้างอิงตามตารางท่ี 1 และมีการกำาหนดขนาด Batch size 
= 32 ขนาดของ Input Image = (300,300) ใชิ้ Optimizer 
คือ Adam กำาหนด Learning rate สำาหรับตัวแบบ VGG19, 
ResNet50 และ ResNet152 ทีค่�า 0.001 และ สำาหรบัตัวแบบ 
EfficientNet ที่ค�า 0.0001 โดยทุกตัวแบบจะถ้กฝึกสอนผ�าน
เครื่องมือ Python เวอร์ชิัน 3.7 บน Google colab pro+ ใชิ้ 
GPU Tesla V100-SXM2-16GB และใชิ ้Library TensorFlow 
Keras เวอร์ชิัน 2.7.0
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จากตารางที ่1 จำานวนพารามเิตอรข์องแต�ละตัวแบบเป็น
จำานวนจากตัวแบบที่ใชิ้งานแบบ Transfer learning ซ่ึงจะ
เป็นการใชิ้เทคนิค Fixed Feature extractor (Head) ทำาให้
พารามิเตอร์ในส�วนที่เป็น Feature extractor ของในแต�ละ
ตัวแบบไม�ถ้กใชิ้งานและไม�รวมอย้�ในตารางที่ 1

3.3 ก�รฝึกสอนและก�รสร้�งตัวแบบ
 3.3.1 Accuracy, Precision, Recall และ 

F1-Score
 ในงานวิจัยนี้จะประเมินผลของตัวแบบด้วยตัวชิี้

วัดที่สามารถคำานวณได้ 4 ค�า ได้แก� Accuracy, Precision, 
Recall และ F1-Score ซึ่งมีวิธีการคำานวณแสดงในสมการที่ 
2 ถึง 5 อย�างไรก็ตามในงานวิจัยนี้จะใชิ้การวัดค�า Accuracy 
เป็นหลักเพื่อวัดประสิทธิภาพโดยรวมของแต�ละตัวแบบ และ
เน้นการพิจารณาค�า Recall ของแต�ละหมวดหม้� เพื่อด้ความ
แม�นยำาและประสิทธิภาพในการจำาแนกเป็นรายหมวดหม้�

FP (False Positive) คือ จำานวนของข้อม้ลที่ไม�ใชิ�หมวด
หม้�ทีก่ำาลงัพจิารณา แต�ตวัแบบจำาแนกว�าเปน็หมวดหม้�ทีก่ำาลงั
พิจารณา

TN (True Negative) คอื จำานวนของขอ้มล้ทีไ่ม�ใชิ�หมวด
หม้�ทีก่ำาลังพิจารณา แล้วตวัแบบจำาแนกถก้ว�าไม�ใชิ�หมวดหม้�ที่
กำาลังพิจารณา

FN (False Negative) คอื จำานวนของขอ้มล้ท่ีเป็นหมวด
หม้�ที่กำาลังพิจารณา แต�ตัวแบบจำาแนกว�าไม�ใชิ�หมวดหม้�ที่
กำาลังพิจารณา

Accuracy คือ การวัดความถ้กต้องแม�นยำาของตัวแบบ
โดยพิจารณารวมทุกหมวดหม้�

Precision คอื การวดัความถก้ตอ้งแม�นยำาของตวัแบบใน
แต�ละหมวดหม้� โดยวัดจำานวนขอ้มล้ทีถ่ก้จำาแนกว�าเปน็หมวด
หม้�ทีก่ำาลงัพจิารณาและถก้ตอ้งเทยีบกบัจำานวนข้อมล้ทัง้หมด
ที่ถ้กจำาแนกว�าเป็นหมวดหม้�ที่กำาลังพิจารณาทั้งถ้กและผิด

Recall คือ การวัดความถ้กต้องแม�นยำาของตัวแบบใน
แต�ละหมวดหม้� โดยวัดจำานวนขอ้มล้ทีถ่ก้จำาแนกว�าเปน็หมวด
หม้�ทีก่ำาลงัพจิารณาและถก้ตอ้งเทยีบกบัจำานวนข้อมล้ทัง้หมด
ของหมวดหม้�กำาลังพิจารณา

F1-Score คอื การวดัความถ้กตอ้งแม�นยำาของตวัแบบใน
แต�ละหมวดหม้� โดยคำานวณจากค�า Precision และ Recall 
ประกอบกัน

 3.3.2 ก�รประเมินผลแอปพลิเคชัน Shopee 
เพื่อเปรียบเทียบผลลัพธ์กับตัวแบบ

 ในงานวจัิยนีน้อกจากจะมีการประเมินตวัแบบหลาย
ตวัเปรียบเทียบกันเองแลว้ ผ้ว้จัิยยังทำาการทดสอบความถก้ตอ้ง
แม�นยำาของตวัแบบเปรยีบเทยีบกบัแอปพลเิคชินั Shopee อกี

ตารางที� � จาํนวนพารามเิตอรข์องแต่ละตวัแบบ 

ตวัแบบ 
จาํนวนพารามิเตอร์

ทั �งหมด 
จาํนวนพารามิเตอรที์�เรียนรู้ 

(Trainable parameters) 
จาํนวนพารามิเตอรที์�ไม่ได้เรียนรู ้     

(Non-trainable parameters) 
VGG19 20,428,134 403,750 20,024,384 
ResNet50 24,777,894 1,190,182 23,587,712 
ResNet152 59,561,126 1,190,182 58,370,944 
EfficientNetB0 6,027,209 1,977,638 4,049,571 
EfficientNetB5 31,277,597 2,764,070 28,513,527 
EfficientNetB7 67,386,045 3,288,358 64,097,687 

 

 จากตารางที� 1 จาํนวนพารามเิตอรข์องแต่ละตวัแบบเป็นจาํนวนจากตวัแบบที�ใชง้านแบบ Transfer 
learning ซึ�งจะเป็นการใชเ้ทคนิค Fixed Feature extractor (Head) ทาํใหพ้ารามเิตอรใ์นสว่นที�เป็น Feature 
extractor ของในแต่ละตวัแบบไม่ถูกใชง้านและไมร่วมอยูใ่นตารางที� 1  

 

3.3 การประเมินผล 

 3.3.1 Accuracy, Precision, Recall และ F1-Score 

 ในงานวจิยันี�จะประเมนิผลของตวัแบบด้วยตวัชี�วดัที�สามารถคํานวณได้ 4 ค่า ได้แก่ Accuracy, 
Precision, Recall และ F1-Score ซึ�งมวีธิกีารคํานวณแสดงในสมการที� 2 ถงึ 5 อย่างไรกต็ามในงานวจิยันี�
จะใชก้ารวดัค่า Accuracy เป็นหลกัเพื�อวดัประสทิธภิาพโดยรวมของแต่ละตวัแบบ และเน้นการพจิารณาค่า 
Recall ของแต่ละหมวดหมู ่เพื�อดคูวามแม่นยาํและประสทิธภิาพในการจาํแนกเป็นรายหมวดหมู่ 

 

   

 

(2)

(3)

(4)

(5)

เมื่อ TP (True Positive) คือ จำานวนของข้อม้ลที่เป็น
หมวดหม้�ทีก่ำาลงัพจิารณา แลว้ตวัแบบจำาแนกถ้กว�าเปน็หมวด
หม้�ที่กำาลังพิจารณา

ตารางท่ี 1 จำานวนพารามิเตอร์ของแต�ละตัวแบบ
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ด้วย โดยการประเมินผลจะใชิ้คุณสมบัติการค้นหาสินค้าด้วย
ร้ปบนแอปพลิเคชิัน Shopee เพื่อตรวจสอบว�าแอปพลิเคชิัน 
Shopee สามารถจำาแนกหมวดหม้�ของสินค้าจากร้ปภาพได้ดี
เพยีงใด โดยอา้งองิหลกัการในการประเมนิผลตามงานวจัิยเรือ่ง
การประเมินประสิทธิภาพการค้นหาด้วยร้ปภาพบน Google 
ของ Bitirim และคณะ [16] ที่นำาร้ปภาพสินค้า 25 หมวดหม้� 
จำานวน 2,500 ร้ป แบ�งเป็นหมวดหม้�ละ 100 ร้ป มาทดสอบ
ประสิทธิภาพการค้นหาด้วยร้ปภาพบน Google โดยในการ
ทดสอบ Bitirim และคณะไดแ้บ�งขอ้มล้รป้ภาพในแต�ละหมวด
หม้�ออกเป็น 5 กลุ�ม หรือเรียกว�าการแบ�งข้อม้ลออกเป็น Cut-
off point โดยจำานวนร้ปภาพในแต�ละ Cut-off point จะมี
จำานวน 20, 40, 60, 80 และ 100 ร้ป ตามลำาดับ เพื่อเปรียบ
เทียบประสิทธิภาพระหว�าง Cut-off point ว�าจำานวนข้อม้ล
ร้ปภาพมีผลต�อประสิทธิภาพในการค้นหาด้วยร้ปภาพบน 
Google อย�างไร

 ในงานวิจัยนี้ ผ้้วิจัยทำาการทดลองด้วยแอปพลิเคชิัน
 Shopee บนโทรศัพท์มือถือระบบปฏิบัติการ Android 
แอปพลเิคชินัเวอรช์ินั 2.81.31 ดำาเนนิการทดสอบระหว�างวนั
ที่ 10 ถึง 21 มกราคม พ.ศ. 2565 โดยใชิ้ชิุดข้อม้ลทดสอบเพิ่ม
เติม (รายละเอียดในหัวข้อ 3.1.2) จำานวน 1,900 ร้ป ซึ่งแบ�ง
เป็น 50 ร้ป ต�อ 1 หมวดหม้� ในการประเมินผลจะแบ�งข้อม้ล
ออกเป็น 4 Cut-off point โดยในแต�ละ Cut-off point จะมี
การประเมินค�า Recall ซึ่งการแบ�งข้อม้ลเป็น Cut-off point 
สามารถทำาได้ 2 วิธี ได้แก� 

1) แบ�งข้อม้ลออกเป็น Cut-off point ที่ 12 ภาพ, 24 
ภาพ, 37 ภาพ และ 50 ภาพ ของในแต�ละหมวดหม้� ซึง่จำานวน
ร้ปในแต�ละ Cut-off point มีการกำาหนดขึ้นมาจากการแบ�ง
แต�ละ Cut-off point เป็นเปอร์เซ็นต์ โดย Cut-off point ที่
 12 ภาพ จะเท�ากับประมาณ 25% ของร้ปภาพทั้งหมด Cut-
off point ที่ 24 ภาพ จะเท�ากับประมาณ 50% ของร้ปภาพ
ทั้งหมด Cut-off point ที่ 37 ภาพ จะเท�ากับประมาณ 75% 
ของรป้ภาพทัง้หมด และ Cut-off point ที ่50 ภาพ จะเท�ากบั 
100% ของร้ปภาพทั้งหมด โดยที่ Cut-off point ที่ 24 ภาพ

จะมีร้ปภาพเดิม 12 ภาพจาก cut-off point ที่ 12 ภาพ และ
ร้ปภาพใหม�อีก 12 ภาพ ที่ cut-off point ที่ 37 ภาพ จะมี
ร้ปภาพเดิม 24 ภาพจาก cut-off point ที่ 24 ภาพ และ
ร้ปภาพใหม�อีก 13 ภาพ

2) แบ�งขอ้ม้ลออกเปน็ Cut-off point ที ่25% ของร้ปภาพ
ทั้งหมด, 50% ของร้ปภาพทั้งหมด, 75% ของร้ปภาพทั้งหมด, 
100% ของร้ปภาพทั้งหมด ของในแต�ละหมวดหม้�

เกณฑท่ี์ผ้้วจิยัใชิใ้นการประเมนิผลการคน้หาท่ีไดจ้ากฟีเจอร์
ค้นหาสินค้าด้วยร้ปของแอปพลิเคชิัน Shopee มีดังต�อไปนี้

1) ตรวจสอบผลทีไ่ดจ้ากการคน้หาว�าหมวดหม้�ทีแ่สดงออก
มาเป็นหมวดหม้�สินค้าที่ถ้กต้องหรือไม�

2) ถ้าหมวดหม้�ของสินค้าที่แสดงออกมามีลักษณะที่
เจาะจงคุณลักษณะของสินค้าก็สามารถยอมรับได้ เชิ�น ถ้า
ร้ปภาพสินค้าเป็นกางเกงยีนส์ซึ่งหมวดหม้�ที่เราคาดหวังว�า
จะได้จากการค้นหาคือหมวดหม้� “กางเกงยีนส”์ แต�เมื่อนำาไป
ค้นหาแล้วกลับได้ผลออกมาเป็นหมวดหม้� “กางเกงยีนส์ทรง
กระบอก” ซึ่งเป็นหมวดหม้�สินค้าที่มีการเจาะจงคุณลักษณะ
 ในกรณีนี้สามารถยอมรับว�าแอปพลิเคชิันจำาแนกได้ถ้กต้อง

3) ในกรณีท่ีแอปพลิเคชิันแสดงหมวดหม้�ท่ีได้จากการ
ค้นหาไม�ถ้กต้องหรือไม�มีหมวดหม้�ที่กำาลังพิจารณา จะใชิ้วิธี
การด้สนิค้าทีแ่อปพลเิคชัินแนะนำาว�ามคีวามสอดคลอ้งกบัภาพ
ของสินค้าที่เราใชิ้ในการทดสอบหรือไม� เชิ�น ร้ปภาพสินค้าที่
ใชิ้ทดสอบเป็นสินค้านำ้าหอม ซ่ึงหมวดหม้�ที่เราคาดหวังว�าจะ
ได้จากการค้นหาคือหมวดหม้� “นำ้าหอม” แต�เมื่อนำาไปค้นหา
แล้วแอปพลิเคชัินไม�สามารถระบุได้ว�าเป็นหมวดหม้�นำ้าหอม
แต�สามารถแนะนำาสินค้าในหมวดหม้�นำ้าหอมได้ ก็จะถือว�า
แอปพลิเคชิันจำาแนกได้ถ้กต้อง

สำาหรับข้ันตอนในการทดสอบค้นหาสินค้าด้วยภาพบน
แอปพลิเคชิันอีคอมเมิร์ซ Shopee สามารถทำาได้ดังนี้ 1) เข้า
แอปพลิเคชิัน Shopee บนโทรศัพท์มือถือ 2) เข้าไปที่เมน้
การค้นหาสินค้าและกดที่ร้ปกล้องถ�ายภาพ 3) เลือกร้ปภาพ
สินค้าที่ต้องการทดสอบ 4) แอปพลิเคชิันจะแสดงหมวดหม้�
ของสินค้าและแนะนำาสินค้าที่เก่ียวข้องหรือเหมือนกับภาพ
สินค้าที่เราใชิ้ในการค้นหาดังตัวอย�างในร้ปที่ 12
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4. ผลก�รทดลอง
4.1 ผลก�รทดลองและประสิทธิภ�พของตัวแบบ
จากตารางที่ 2 ในภาพรวมตัวแบบ EfficientNet ทั้ง 3 

ตัวแบบให้ค�า Accuracy ในการทดสอบกับชิุดข้อม้ลทดสอบ
และชิดุขอ้ม้ลทดสอบเพิม่เตมิดกีว�าตวัแบบ VGG19, ResNet50 
และ ResNet152 อย�างเห็นได้ชิัด โดยตัวแบบ VGG19, Res-
Net50 และ ResNet152 มีค�า Accuracy ในการทดสอบกับ
ชิุดข้อม้ลทดสอบ อย้�ที่ 69% ถึง 77% และค�า Accuracy ใน
การทดสอบกับชิุดข้อม้ลทดสอบเพิ่มเติมอย้�ที่ 76% ถึง 82% 
ในขณะที่ตัวแบบ EfficientNet ทั้ง 3 ตัวแบบมีค�า Accuracy 
ในการทดสอบกับชิุดข้อม้ลทดสอบอย้�ที่ 80% ถึง 84% และ
ค�า Accuracy ในการทดสอบกับชุิดขอ้ม้ลทดสอบเพิม่เตมิอย้�ท่ี 
89% ถึง 92% ซึ่งตัวแบบ EfficientNetB5 (ที่ใชิ้ Loss func-
tion ทั้ง 2 แบบ) เป็นตัวแบบที่มีประสิทธิภาพในการจำาแนก
ดีที่สุดของงานวิจัยนี้ โดยมีค�า Accuracy 84% เมื่อทดสอบ
กับชิุดข้อม้ลทดสอบและ Accuracy 92% เมื่อทดสอบกับชิุด
ข้อม้ลทดสอบเพิ่มเติม โดยสามารถตรวจสอบค�า Accuracy 
และ Loss ระหว�างการฝึกสอนตัวแบบตามร้ปที่ 6

ผ้้วิจัยพบว�าการใชิ้ Focal loss ชิ�วยให้ค�า Accuracy 
ของตัวแบบ VGG19, ResNet50 และ ResNet152 ดีขึ้นเล็ก
น้อยเมื่อเทียบกับการใชิ้ Categorical Cross entropy แต�
สำาหรับตัวแบบ EfficientNet ทั้ง 3 ตัวแบบ Focal loss กลับ
ไม�ชิ�วยทำาให้ค�า Accuracy ของตัวแบบดีขึ้นเลย โดยผ้้วิจัย
คาดว�าเป็นเพราะตัวแบบ EfficientNet ทั้ง 3 ตัวแบบค�อน
ข้างมีประสิทธิภาพที่ดีอย้�แล้ว โดยในเรื่องประสิทธิภาพด้าน
เวลาที่ตัวแบบใชิ้ในการจำาแนกหมวดหม้�ต�อ 1 ภาพ ตัวแบบ
 ResNet50 จะใชิ้เวลาน้อยที่สุดคือ 0.044 วินาทีต�อ 1 ภาพ
และเรื่องขนาดของตัวแบบ (MB) ตัวแบบ EfficientNetB0 มี
ขนาดเล็กที่สุดคือ 38.7 MB 

เพื่อให้เห็นความเปรียบต�างระหว�างแต�ละแบบจำาลอง
ที่ทำาการทดลองและสามารถทำาการคัดเลือกแบบจำาลองที่
เหมาะสมได้ดีขึ้น ผ้้วิจัยนำาข้อม้ลจากตารางที่ 2 มาสร้างเป็น
แผนภ้มิในร้ปที่ 7 และ 8 ที่ประกอบไปด้วยข้อม้ล 3 แกน คือ 
(1) แกน X คือค�า Accuracy ความแม�นยำาของแต�ละตัวแบบ
บนชิุดข้อม้ลทดสอบ (2) แกน Y คือเวลาที่แต�ละตัวแบบใชิ้ใน
การจำาแนกร้ปภาพ 1 ร้ป (หน�วยเป็นวินาที) และ (3) ขนาด
ของตัวแบบแทนด้วยขนาดของวงกลม 

รูปท่ี 5 ข้ันตอนในการทดสอบค้นหาสินค้าด้วยภาพบนแอปพลิเคชัิน Shopee
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ตารางท่ี 2 ประสิทธิภาพ เวลาท่ีใช้ิในการจำาแนก และขนาดของตัวแบบท่ีทำาการทดลอง ท้ังน้ีค�าท่ีถ้กขีดเส้นใต้หมายถึงค�าท่ีดี
ท่ีสุดในคอลัมน์น้ัน ๆ

รูปท่ี 6 ค�า Accuracy และ Loss ในการฝึกสอนของแต�ละตัวแบบ

(FL) = Focal loss
เวลาต�อการจำาแนก 1 ภาพ หน�วยเป็นวินาที โดยใช้ิการทดสอบกับชุิดข้อม้ลทดสอบ (Test set) 14,862 ร้ป ขนาด 300x300 Pixel ใช้ิ GPU Tesla V100-SXM2-16GB 
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รูปท่ี 7 แผนภ้มิเปรียบเทียบตัวแบบในการทดลองท่ีใช้ิ Loss function แบบ Categorical Cross 
Entropy โดยเปรียบเทียบระหว�างประสิทธิภาพความแม�นยำาบนชุิดข้อม้ลทดสอบ (แกนต้ัง) เวลาท่ีใช้ิใน

การจำาแนกภาพหน�วยวินาที (แกนนอน) และขนาดของตัวแบบ (ขนาดของวงกลม) 

รูปท่ี 8 แผนภ้มิเปรียบเทียบตัวแบบในการทดลองท่ีใช้ิ Focal loss โดยเปรียบเทียบระหว�างประสิทธิภาพ
ความแม�นยำาบนชุิดข้อม้ลทดสอบ (แกนต้ัง) เวลาท่ีใช้ิในการจำาแนกภาพหน�วยวินาที (แกนนอน) และ

ขนาดของตัวแบบ (ขนาดของวงกลม) 
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มีหมวดหม้�ที่จำาแนกได้ไม�แม�นยำาหรือค�า Recall น้อยกว�า
 60% อย้�เพียง 0 ถึง 3 หมวดหม้�เท�านั้น โดยเฉพาะตัวแบบ 
EfficientNetB5 ที่ทดสอบกับชิุดข้อม้ลทดสอบเพิ่มเติมแล้ว
ไม�มีหมวดหม้�ใดที่ค�า Recall น้อยว�า 60% เลย

อา้งองิจากผลการทดลองในตารางท่ี 4 ตวัอย�างหมวดหม้�
ที่ตัวแบบมักจะไม�สามารถจำาแนกได้แม�นยำา เชิ�น 

• หมวดหม้� Alcohol gel เนื่องจากมีลักษณะสินค้า
ใกล้เคียงกับหมวดหม้� Skincare และภาพสินค้าในหมวดหม้� 
Alcohol gel มีความหลากหลายส้งทำาให้ผลการจำาแนกออก
มาไม�ค�อยดี แม้แต�ตัวแบบ EfficientNetB5 และ Efficient-
NetB7 ทีม่ปีระสทิธภิาพส้งกย็งัคงมปีญัหาในการจำาแนกภาพ
สินค้าในหมวดหม้�นี้

• หมวดหม้� Mobile และ Mobile case ทั้ง 2 หมวด
หม้�มีลักษณะร้ปภาพสินค้าที่ใกล้เคียงกันมาก ทำาให้ตัวแบบ
จำาแนก 2 หมวดหม้�นี้ออกจากกันได้ยาก โดนส�วนมากตัว
แบบมักจะจำาแนกหมวดหม้� Mobile case ว�าเป็นหมวดหม้�
 Mobile ทำาให้ตัวแบบส�วนใหญ�จำาแนกหมวดหม้� Mobile 
case ได้ไม�ค�อยแม�นยำา แม้แต�ตัวแบบ EfficientNetB5 และ
 EfficientNetB7 ก็ไม�สามารถจำาแนกหมวดหม้�นี้ได้แม�นยำา
เชิ�นเดียวกับกรณีของหมวดหม้� Alcohol gel 

•  หมวดหม้� Jeans ตวัแบบส�วนใหญ�มกัจะจำาแนกหมวด
หม้� Jeans (กางเกงยนีส)์ ว�าเปน็หมวดหม้� Trousers (กางเกง
ขายาว) เนื่องจากทั้งสองหมวดหม้�มีความคล้ายกันมาก โดย
เฉพาะลักษณะร้ปทรงท่ีเป็นทรงกางเกงเหมือนกันแตกต�าง
เพียงลวดลายและเนื้อผ้าของกางเกง ทำาให้ตัวแบบส�วนมาก
จะจำาแนกได้ไม�ค�อยแม�นยำา แต�ปัญหาดังกล�าวจะไม�พบในตัว
แบบ EfficientNetB5 และ EfficientNetB7 ซึ่งตัวแบบทั้ง 2 
ตัวสามารถจัดการกับปัญหาหรือข้อจำากัดนี้ได้ 

• หมวดหม้� Coffee เป็นหมวดหม้�ของสินค้าประเภท
เมล็ดกาแฟคั่วบดซึ่งมีบรรจุภัณฑ์ที่หลากหลาย ลักษณะของ
ร้ปภาพค�อนข้างมีความหลากหลายทำาให้ผลการจำาแนกออก
มาไม�ค�อยดี แต�ปัญหาดังกล�าวจะไม�พบในตัวแบบ Efficient-
NetB5 และ EfficientNetB7

จากร้ปที่ 7 และ 8 ตัวแบบ EfficientNetB5 ทั้งแบบที่
ใชิ้ Categorical Cross Entropy และ Focal loss ค�อนข้าง
เหมาะสมทีจ่ะนำาไปใชิง้านจรงิเมือ่พจิารณาจากตวัวดัผล 3 ค�า
ประกอบกัน ซึ่งตัวแบบ EfficientNetB5 มีค�า Accuracy ที่
ทดสอบกับชิุดข้อม้ลทดสอบเท�ากับ 84% และ ที่ทดสอบกับ
ชิุดข้อม้ลทดสอบเพิ่มเติมเท�ากับ 92% ซึ่งเป็นค�าที่มากที่สุด
ของทกุตัวแบบในงานวิจยันี ้ในด้านของขนาดตวัแบบ ตวัแบบ
 EfficientNetB5 มีขนาดที่เล็กกว�าตัวแบบ EfficientNetB7 
และ ResNet152 และในเรือ่งของเวลาในการจำาแนก ตวัแบบ 
EfficientNetB5 ใชิเ้วลาในการจำาแนก 0.068 วนิาทตี�อร้ป ซึง่
น้อยกว�าตัวแบบ EfficientNetB7 ที่ใชิ้เวลา 0.08 วินาทีต�อ
ร้ป อย�างไรก็ตามถ้าหากให้ความสำาคัญในเร่ืองของขนาดตัว
แบบเป็นหลกั อาจจะเลอืกพจิารณาตวัแบบ EfficientNetB0 
เนื่องจากตัวแบบนี้มีขนาดที่เล็กที่สุด (38.7 MB) แต�จะได้ค�า 
Accuracy เพียง 80% เมื่อทดสอบกับชิุดข้อม้ลทดสอบและ
 90% เมื่อทดสอบกับชิุดข้อม้ลทดสอบเพิ่มเติม ซึ่งก็ยังเป็น
ค�าที่ดีกว�าตัวแบบ VGG19, ResNet50 และ ResNet152 
นอกจากนี้ในเรื่องของเวลา ตัวแบบ EfficientNetB0 ก็ใชิ้
เวลาในการจำาแนกร้ปนอ้ยกว�าตัวแบบ EfficientNetB5 และ
 EfficientNetB7 

นอกจากการพิจารณาค�า Accuracy โดยรวมของตัว
แบบแล้ว ผ้้วิจัยยังทำาการพิจารณาค�า Precision, Recall 
และ F1-Score ประกอบเพิ่มเติมแสดงในตารางที่ 3 ซึ่งค�า
ในตารางจะเป็นค�า Precision, Recall และ F1-Score โดย
เฉลีย่ของทุกหมวดหม้�ในแต�ละตวัแบบ นอกจากนีย้งัมผีลการ
ทดลองในตารางที ่4 ซึง่แสดงหมวดหม้�ท่ีแต�ละตวัแบบจำาแนก
ไดไ้ม�ค�อยแม�นยำาหรอืมคี�า Recall ในหมวดหม้�นัน้ๆ นอ้ยกว�า 
60% จากตารางที่ 4 จะเห็นว�า ตัวแบบในกลุ�ม EfficientNet 
ให้ผลที่ดีกว�าตัวแบบ VGG19, ResNet50 และ ResNet152 
อย�างเห็นได้ชิัด เนื่องจากตัวแบบ VGG19, ResNet50 และ 
ResNet152 มหีมวดหม้�ทีจ่ำาแนกไดไ้ม�แม�นยำาหรอืมคี�า Recall 
น้อยกว�า 60% อย้�ที่ 7 ถึง 9 หมวดหม้� จากจำานวนหมวดหม้�
ทั้งหมด 38 หมวดหม้� ในขณะที่ตัวแบบในกลุ�ม EfficientNet 
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ตารางท่ี 3 ค�าเฉล่ีย Precision, Recall และ F1-Score ของแต�ละตัวแบบ ท้ังน้ีค�าท่ีขีดเส้นใต้หมายถึงค�าท่ีดี ท่ีสุดในคอลัมน์
น้ัน ๆ (ค�ายิ่งส้งยิ่งดี)

ตารางท่ี 4 หมวดหม้�ท่ีมีค�า Recall น้อยกว�า 60% ของในแต�ละตัวแบบ
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 Shopee ซึ่งเป็นแอปพลิเคชันที่มีการใช้งานจริงในปัจจุบัน
ทั้งนี้การทดสอบจะแบ่งข้อมูลออกเป็น Cut-off point 2 
แบบ คือ 1) แบ่งข้อมูลออกเป็น Cut-off point ที่ 12 รูป, 
24 รูป, 37 รูป และ 50 รูป ในแต่ละหมวดหมู่ 2) แบ่งข้อมูล
ออกเป็น Cut-off point ที่ 25% ของรูปทั้งหมด, 50% ของ
รูปทั้งหมด, 75% ของรูปทั้งหมด และ 100% ของรูปทั้งหมด 
ในแต่ละหมวดหมู่ ซึง่ไดผ้ลการทดสอบตามตารางที่ 5 และ 6

 4.2 ผลก�รทดลองเปรยีบเทียบประสิทธภิ�พระหว�่ง
ตัวแบบกับแอปพลิเคชัน Shopee

ผู้วิจัยนำาตัวแบบ EfficientNetB5 Focal loss ซึ่งเป็น
ตัวแบบที่มีประสิทธิภาพในการจำาแนกดีที่สุดของงานวิจัยนี้           
(พจิารณาจากค่า Accuracy ตามท่ีไดส้รปุในหวัขอ้ท่ี 4.1) และ
มีจำานวนหมวดหมู่ที่ตัวแบบจำาแนกไม่แม่นยำาเพียง 1 หมวด
หมู่เท่านั้น (ตามตารางที่ 6) มาทำาการทดสอบต่อยอด โดย
จะเปรียบเทียบประสิทธิภาพความแม่นยำากับแอปพลิเคชัน

ตารางท่ี 5 ผลการทดสอบค�า Recall ของการจำาแนกระหว�างตัวแบบ EfficientNetB5 Focal loss และ แอปพลิเคชัิน Shopee 
โดยแบ�งข้อม้ลออกเป็น Cut-off point ท่ี 12 ร้ป, 24 ร้ป, 37 ร้ป และ 50 ร้ป ในแต�ละหมวดหม้�
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   จากตารางที่ 5 และ 6 จะเห็นว่าค่าเฉลี่ย Recall ในแต่ 
Cut-off มีค่าใกล้เคียงกัน โดยการทดสอบกับตัวแบบจะมีค่า
เฉลีย่ Recall ประมาณ 91% ในขณะทีแ่อปพลเิคชนั Shopee 
ค่าเฉลี่ย Recall ประมาณ 86% โดยไม่ว่าจะมีการเพิ่มหรือ
ลดจำานวนข้อมูล ผลการทดสอบส่วนมากในแต่ละหมวดหมู่
ตามตารางที่ 5 และ 6 จะได้ผลลัพธ์เหมือนเดิม ยกเว้นบาง
หมวดหมู่ เช่น Alcohol gel ในตารางที่ 5 ค่าของ Cut-off 
point แรกที่จำานวนรูป 12 รูป จะให้ผลลัพธ์ว่าแอปพลิเคชัน 
Shopee จำาแนกได้แย่กว่าตัวแบบ แต่เมื่อเพิ่มปริมาณข้อมูล
รูปภาพทดสอบเพิ่มเติมใน Cut-off point ที่ 24 รูป, 37 รูป

และ 50 รูป จะให้ผลลัพธ์ว่าแอปพลิเคชัน Shopee และตัว
แบบ ให้ผลในการจำาแนกได้พอๆกัน เช่นเดียวกันกับในตาราง
ที่ 6 Cut-off point แรกที่จำานวนรูปภาพ 25% ของจำานวน
รปูทัง้หมดจะใหผ้ลลพัธว์า่แอปพลเิคชนั Shopee จำาแนกไดด้ี
กวา่ตวัแบบ แตเ่มือ่เพิม่ปรมิาณขอ้มลูรปูภาพทดสอบเพิม่เตมิ
ใน Cut-off point ที่ 50% ของจำานวนรูปทั้งหมด, 75% ของ
จำานวนรูปทั้งหมด และ 100% ของจำานวนรูปทั้งหมด จะให้
ผลลัพธ์ว่าแอปพลิเคชัน Shopee และตัวแบบ ให้ผลในการ
จำาแนกได้พอๆ กนั ทัง้นีผู้ว้จิยัสงัเกตวา่การทดสอบประสทิธภิาพ
ของตวัแบบและแอปพลเิคชนั Shopee จำานวนขอ้มลูไมไ่ดส้ง่

 428 

 429 

 430 

 
Cut-off point 25% Cut-off point 50% Cut-off point 75% Cut-off point 100% 

 Shopee  Shopee Model Shopee  Shopee 

Air conditioner 100.00% 83.33% 95.83% 83.33% 97.30% 81.08% 98.00% 80.00% 

Alcohol gel 75.00% 91.67% 75.00% 75.00% 72.97% 72.97% 76.00% 74.00% 

Covid protection equipment 100.00% 83.33% 100.00% 79.17% 91.89% 75.68% 94.00% 80.00% 

Baby bottle 100.00% 91.67% 100.00% 87.50% 100.00% 91.89% 100.00% 94.00% 

Bathroom accessories 100.00% 91.67% 100.00% 87.50% 100.00% 81.08% 98.00% 82.00% 

Belt 91.67% 66.67% 100.00% 66.67% 97.30% 70.27% 98.00% 72.00% 

Bag 100.00% 91.67% 100.00% 87.50% 100.00% 94.59% 100.00% 94.00% 

Canvas shoes 91.67% 91.67% 95.83% 91.67% 89.19% 94.59% 90.00% 94.00% 

Chair 100.00% 100.00% 100.00% 100.00% 100.00% 97.30% 100.00% 96.00% 

Coffee 75.00% 58.33% 79.17% 50.00% 70.27% 48.65% 74.00% 60.00% 

Dishware 91.67% 75.00% 100.00% 83.33% 70.27% 75.68% 98.00% 74.00% 

Earphones 83.33% 100.00% 91.67% 95.83% 94.59% 97.30% 94.00% 96.00% 

Earring 100.00% 83.33% 95.83% 83.33% 97.30% 81.08% 98.00% 78.00% 

Flash drive 83.33% 83.33% 91.67% 75.00% 94.59% 78.38% 90.00% 82.00% 

Glove 83.33% 91.67% 79.17% 87.50% 91.89% 97.30% 86.00% 92.00% 

Handbag 100.00% 91.67% 95.83% 95.83% 94.59% 97.30% 94.00% 98.00% 

Hat 83.33% 100.00% 91.67% 100.00% 91.89% 100.00% 94.00% 100.00% 

Helmet 100.00% 91.67% 100.00% 95.83% 100.00% 89.19% 100.00% 92.00% 

Home accessories 91.67% 75.00% 100.00% 54.17% 97.30% 45.95% 98.00% 52.00% 

Home clock 100.00% 100.00% 100.00% 91.67% 100.00% 94.59% 100.00% 94.00% 

 Islamic clothing 100.00% 58.33% 95.83% 70.83% 94.59% 78.38% 94.00% 76.00% 

Jacket 100.00% 100.00% 100.00% 100.00% 97.30% 100.00% 96.00% 100.00% 

Mobile 91.67% 50.00% 75.00% 37.50% 81.08% 48.65% 84.00% 52.00% 

Mobile case 33.33% 100.00% 25.00% 95.83% 27.03% 97.30% 32.00% 98.00% 

Notebook 100.00% 100.00% 95.83% 100.00% 94.59% 97.30% 96.00% 98.00% 

Perfume 66.67% 75.00% 70.83% 70.83% 75.68% 81.08% 78.00% 80.00% 

Rice cooker 95.83% 100.00% 95.83% 95.83% 97.30% 97.30% 98.00% 98.00% 

Ring 66.67% 83.33% 95.83% 95.83% 89.19% 94.59% 88.00% 94.00% 

Skincare 66.67% 100.00% 75.00% 79.17% 70.27% 83.78% 72.00% 80.00% 

Snack 100.00% 75.00% 62.50% 66.67% 70.27% 67.57% 68.00% 70.00% 

Sports equipment 100.00% 58.33% 91.67% 62.50% 94.59% 56.76% 94.00% 64.00% 

T-shirt 100.00% 100.00% 100.00% 100.00% 97.30% 100.00% 98.00% 100.00% 

Toy car 100.00% 100.00% 100.00% 95.83% 100.00% 97.30% 100.00% 98.00% 

Watch 100.00% 100.00% 95.83% 95.83% 100.00% 97.30% 98.00% 98.00% 

Women shoes 100.00% 100.00% 100.00% 100.00% 100.00% 100.00% 100.00% 100.00% 

Jeans 100.00% 100.00% 100.00% 100.00% 100.00% 100.00% 100.00% 98.00% 

Trousers 100.00% 100.00% 100.00% 100.00% 100.00% 97.30% 100.00% 98.00% 

Shorts 100.00% 91.67% 100.00% 95.83% 100.00% 97.30% 100.00% 96.00% 

 431 

5 6 Recall Cut-off 432 

Recall 91% Shopee Recall 86% 433 

ตารางท่ี 6 ผลการทดสอบค�า Recall ของการจำาแนกระหว�างตัวแบบ EfficientNetB5 Focal loss และ แอปพลิเคชัิน Shopee 
โดยการทดสอบแบบแบ�งข้อม้ลออกเป็น Cut-off point ท่ี 25% ของร้ปท้ังหมด, 50% ของร้ปท้ังหมด, 75% ของร้ปท้ังหมด 
และ100% ของร้ปท้ังหมด ในแต�ละหมวดหม้�
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ผลกบัผลการทดสอบของหมวดหมูส่ว่นใหญ ่แตก่็มบีางหมวด
หมู่ถ้าใช้จำานวนข้อมูลน้อยอาจส่งผลต่อความผิดพลาดในการ
สรปุผลได ้ดงันัน้เพือ่ลดข้อผดิพลาดในการสรปุผลการทดสอบ 

ควรใช้จำานวนข้อมูลตั้งแต่ 24 รูปภาพ หรือ 50% ของจำานวน
รูปภาพทั้งหมดขึ้นไปในการทดสอบ  

ตารางท่ี 7 เปรียบเทียบประสิทธิภาพในการจำาแนกแต�ละหมวดหม้�ของตัวแบบ EfficientNetB5 Focal loss และ
แอปพลิเคชัินShopee

5 6 434 

Alcohol gel 5 Cut-off point 435 

12 Shopee 436 

Cut-off point 24 , 37 50 437 

Shopee 6 Cut-off point 438 

25% Shopee 439 

Cut-off point 50% , 75% 440 

 100%  Shopee 441 

 442 

Shopee 443 

444 

24 50%  445 

 446 

7 EfficientNetB5 Focal loss 447 

Shopee 448 

  Shopee  

Air conditioner 

Covid protection equipment 

Bathroom accessories 

Belt 

Coffee 

Dishware 

Earring 

Flash drive 

Home accessories 

Islamic clothing 

Mobile 

Sports equipment 

Alcohol gel, Bag 

Chair, Glove 

Hat, Home clock 

Notebook, Rice cooker 

Skincare, T-shirt 

Watch, Jeans 

Shorts, Baby bottle  

Canvas shoes 

Earphones, Handbag 

Helmet, Jacket  

Perfume, Ring  

Snack, Toy car 

Women shoes 

Trousers 

Mobile case 

 449 

7 450 

EfficientNetB5 Focal loss Shopee  EfficientNetB5 451 

Focal loss Shopee  12 ( Recall 452 

Shopee 10% ) 25 453 

ตารางที่ 7 แสดงการเปรียบเทียบประสิทธิภาพความ
แม่นยำาในการจำาแนกในแต่ละหมวดหมู่ ระหว่างตัวแบบ  
EfficientNetB5 Focal loss และแอปพลิเคชัน Shopee ซึ่ง
จะเหน็ว่าตัวแบบ EfficientNetB5 Focal loss มคีวามแมน่ยำา
กว่าแอปพลิเคชัน Shopee อยู่ถึง 12 หมวดหมู่ (ค่า Recall 
ของตัวแบบมากกว่าแอปพลิเคชัน Shopee ตั้งแต่ 10% ขึ้น
ไป) มีประสิทธิภาพความแม่นยำาในการจำาแนกพอ ๆ กัน 25 
หมวดหมู ่(คา่ Recall ของตวัแบบและแอปพลเิคชนั Shopee 
แตกต่างกนัไมเ่กนิ 10%) และตัวแบบ EfficientNetB5 Focal 
loss มีความแม่นยำาน้อยกว่าแอปพลิเคชัน Shopee เพียง
 1 หมวดหมู่ (ค่า Recall ของตัวแบบน้อยกว่าแอปพลิเคชัน 
Shopee ตั้งแต่ 10% ขึ้นไป) 

โดยหมวดหมู่ที่ตัวแบบ EfficientNetB5 Focal loss มี
ความแมน่ยำาในการจำาแนกน้อยกว่าแอปพลเิคชนั Shopee คือ
หมวดหมู่ Mobile case เนื่องจากลักษณะรูปภาพของหมวด

หมู ่Mobile case มีความใกลเ้คยีงกบัหมวดหมู ่ Mobile มาก 
ทำาใหตั้วแบบมักทำานายผดิว่ารปูทีเ่ป็นหมวดหมู่  Mobile case 
เปน็หมวดหมู ่Mobile แตใ่นขณะเดยีวกนัแอปพลเิคชนั Shopee 
ก็มักจะจำาแนกผิดว่ารูปภาพหมวดหมู่ Mobile เป็นหมวดหมู ่
Mobile case ทำาให้ผลการทดลองออกมาว่าตัวแบบในงาน
วิจัยนี้จะจำาแนกหมวดหมู่ Mobile ได้ดีกว่า แต่แอปพลิเคชัน 
Shopee จะจำาแนกหมวดหมู่ Mobile case ได้ดีกว่า

 สำาหรับหมวดหมู่ Alcohol gel ที่เป็นหมวดหมู่เกี่ยว
กับผลิตภัณฑ์เจลแอลกอฮอล์และน้ำายาฆ่าเช้ือโรค ซึ่งสินค้า
มีบรรจุภัณฑ์ที่หลากหลายและบางรูปภาพค่อนข้างคล้ายกับ
สินค้าในหมวดหมู ่Skincare และ Perfume (ผลิตภณัฑเ์สรมิ
ความงานและน้ำาหอม) ทำาใหก้ารจำาแนกทำาไดค้อ่นขา้งยากนัน้
จากตารางที่ 6 และ 7 จะเห็นได้ว่ามีหลายตัวแบบที่จำาแนก
หมวดหมู่นี้ได้ไม่ค่อยแม่นยำา แต่เมื่อทดลองนำาไปเทียบกับ
การทดลองกับแอปพลิเคชัน Shopee ตามตารางที่ 8 ก็พบ
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ว่าตัวแบบและแอปพลิเคชัน Shopee ให้ผลในการจำาแนกที่
ใกล้เคียงกัน โดยตัวแบบมีค่า Recall เท่ากับ 76% ในขณะ
ที่แอปพลิเคชัน Shopee ก็มีค่า Recall ที่พอ ๆ กันที่ 74% 
(การทดลองที่ Cut-off ที่ 50 รูป) 

โดยในงานวิจัยนี้นอกจากจะทดลองกับตัวแบบและ
แอปพลิเคชัน Shopee แล้ว ผู้วิจัยยังทดลองให้คนจำาแนก
สนิคา้จากภาพถา่ยอกีด้วย โดยใชช้ดุข้อมลูทดสอบเพิม่เตมิเชน่
เดียวกับการทดลองของตัวแบบและแอปพลิเคชัน Shopee 
เพือ่ทดสอบและเปรียบเทยีบประสทิธภิาพในกรณทีีใ่ชม้นษุย์
ในการจำาแนก การทดสอบจะใช้ผู้ทดสอบจำานวน 4 คน ซึ่ง

เปน็ผูท้ีไ่มม่ปีญัหาทางดา้นการมองเหน็และไมม่ปีญัหาในการ
ใช้งานคอมพิวเตอร์ โดยมีขอบเขตในการทำาการทดสอบดังนี้
(1) ใช้รูปภาพสินค้าจากชุดข้อมูลทดสอบเพิ่มเติมจำานวน 
1,900 รูป 38 หมวดหมู่ (2) ทำาการทดสอบบนคอมพิวเตอร์ 
โดยให้ผู้ทดสอบทำาการย้ายรูปภาพสินค้าไปยัง Folder ของ
แต่ละหมวดหมู่ให้ถูกต้องและเร็วที่สุด (3) ใช้ผลที่ได้จากผู้
ทดสอบทั้ง 4 คน ท่ีประกอบไปด้วยค่าความถูกต้องในการ
จำาแนกแต่ละหมวดหมู่และเวลาที่ใช้ในการจำาแนก มาหาค่า
เฉลี่ยตามรูปที่ 9 และสรุปผล

5. สรุปผล
   จากผลการทดลองทั้งหมดในงานวิจัยนี้พบว่าตัวแบบใน
กลุ่ม EfficientNet ให้ผลประสิทธิภาพในการจำาแนกหมวดหมู่
ของสินค้าดีที่สุด โดยเฉพาะตัวแบบ EfficientNetB5 ที่ใช้ Loss 
function ทั้ง 2 แบบ มีความเหมาะสมในการนำาไปใช้งานจริง
มากท่ีสุดเม่ือพิจารณาจากค่าประสิทธิภาพ Accuracy ขนาด
ของตัวแบบและเวลาที่ใช้ในการจำาแนกประกอบกันตามรูปที่ 7 
และ 8 โดยมีค่า Accuracy เมื่อทดสอบกับชุดข้อมูลทดสอบ
เท่ากับ 84% ค่า Accuracy เม่ือทดสอบกับชุดข้อมูลทดสอบ
เพิ่มเติมเท่ากับ 92% ใช้เวลาในการจำาแนก 0.068 วินาทีต่อรูป 

รูปท่ี 9 ผลการทดลองจำาแนกหมวดหม้�ของสินค้าจากร้ปภาพด้วยมนุษย์ โดยแสดงค�าเฉล่ีย Recall ของแต�ละหมวดหม้� (แกนต้ัง)

   จากรูปที่ 9 การทดลองจำาแนกหมวดหมู่ของสินค้าจาก
รูปภาพด้วยมนุษย์ พบว่าค่าเฉลี่ยของความถูกต้องในการ
จำาแนกหรอืคา่เฉลีย่ Recall ในแตล่ะหมวดหมูเ่ทา่กับ 98.63% 
ซ่ึงแม่นยำากวา่ตวัแบบทีม่คีา่เฉลีย่ 91.47% และแอปพลเิคชนั 
Shopee ทีม่คีา่เฉลีย่ 86.37% แต่เมือ่เปรียบเทยีบด้านเวลาที่
ใช้ในการจำาแนกพบวา่การทดลองจำาแนกดว้ยมนษุยใ์ช้เวลาใน
การจำาแนกเฉลี่ยประมาณ 55 นาที หรือคิดเป็น 1.74 วินาที
ต่อรูป ในขณะที่ตัวแบบ EfficientNetB5 ซึ่งเป็นตัวแบบที่ดี
ที่สุดในงานวิจัยนี้ใช้เวลาเพียง 0.068 วินาทีต่อรูป ซึ่งตัวแบบ 
EfficientNetB5 ใช้เวลาน้อยกว่าถึงประมาณ 25.5 เท่า 
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และขนาดของตัวแบบ 141.9 MB นอกจากนั้นแล้วเมื่อ
พิจารณาที่ค่า Recall ของแต่ละหมวดหมู่เมื่อทดสอบกับชุด
ข้อมูลทดสอบ พบว่าทุกหมวดหมู่มีค่า Recall มากกว่า 60% 
ซึ่งแสดงให้เห็นว่าตัวแบบ EfficientNetB5 ค่อนข้างจำาแนก
ทุกหมวดหมู่ได้แม่นยำามากกว่าตัวแบบอื่นๆ และเมื่อทดลอง
เปรียบเทียบประสิทธิภาพในการจำาแนกหมวดหมู่ระหว่างตัว
แบบ EfficientNetB5 Focal loss และแอปพลิเคชัน Shopee 
พบว่าตวัแบบสามารถจำาแนกไดด้กีวา่มากถงึ 12 หมวดหมูจ่าก
จำานวนทัง้หมด 38 หมวดหมู ่หรอืคดิเปน็ 31.5% โดยมอีกี 25 
หมวดหมู่ที่มีประสิทธิภาพพอๆกันและมีเพียงแค่ 1 หมวดหมู่ 
ที่ตัวแบบจำาแนกได้แย่กว่า
 อย่างไรก็ตามถึงแม้ว่าตัวแบบ EfficientNetB5 ที่ทดสอบ
กบัชดุขอ้มลูทดสอบจะมคีา่ Recall มากกว่า 60% ในทกุหมวด
หมู ่แตเ่มือ่ทดสอบกบัชดุข้อมลูทดสอบเพิม่เตมิหรอืเปลีย่นไป
ใช้ Loss function แบบ Focal loss พบว่ายังมีบางหมวดหมู่
ที่มีค่า Recall น้อยกว่า 60% เช่น Mobile, Mobile case, 
Alcohol gel และ Coffee ซ่ึงเป็นหมวดหมู่ที่ตัวแบบส่วน
มากมักจะทำานายได้ไม่ค่อยแม่นยำาด้วยเช่นกัน เนื่องจากบาง
หมวดหมูม่ลีกัษณะใกลเ้คยีงกนัมาก เชน่ Mobile กบั Mobile 
case ทำาให้ตัวแบบจำาแนกระหว่าง 2 หมวดหมู่นี้ได้ยาก โดย
การนำาไปประยุกต์ใช้งานจริงอาจจะมีการเพิ่มขั้นตอนวิธีบาง
อย่างเข้าไปหรือเพิ่มตัวเลือกบางอย่างให้กับผู้ใช้งานเพื่อระบุ
ความแนช่ดัของสนิค้ามากขึน้ทีน่อกเหนอืจากรูปภาพปกติ เพือ่
ชว่ยลดความสับสนของตวัแบบและสามารถจำาแนกระหวา่ง 2 
หมวดหมู่ที่มีความใกล้เคียงกันได้แม่นยำาขึ้น
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